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Perceptrony, sieci wielowarstwowe jednokierunkowe (MLP)
Metody uczenia sieci i algorytm wstecznej propagacji btedu
Radialne funkcje bazowe (RBF) i metody aproksymacji
Samoorganizacja, sieci SOM

Sieci dynamiczne: model Hopfielda, maszyny Boltzmana
Gtebokie sieci neuronowe (DNN)

Sieci splotowe (CNN)

Sieci rekurencyjne (RNN) i uczenie sekwengji
Autoenkodery, wykrywanie cech, DBN
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Inteligencja obliczeniowa

Computational Intelligence (Cl) zajmuje sie rozwiazywaniem
problemoéw, ktére nie sg efektywnie algorytmizowalne.

Problemy niealgorytmizowalne:
e zagadnienie jest zbyt ztozone, np. problemy NP-trudne

e modelowany proces moze zawiera¢ trudne do zdefiniowania
niejasnosci lub moze by¢ stochastyczny z natury

e procesu nie da sie opisac przez zrozumiate zasady

e warunki moga sie zmieniaé, algortym musi sie dostosowac do
nowyej sytuacji

Cecha wielu systeméw Cl jest rozwigzywanie zadah na podstawie
znanych przyktadéw, uczenie sie z empirycznych danych zamiast
programowania rozwigzania. Systemy uczace sie (machine
learning, ML) oraz sztuczne sieci neuronowe (artificial neural
networks, ANN) sa waznymi elementami Cl.
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Problemy efektywnie niealgorytmizowalne

Problemy NP-trudne — Liczba krokéw algorytmu dla ztozonych
sytuacji rosnie w sposéb szybszy niz jakikolwiek wielomian liczby
elementéw (ztozonosci specyfikacji problemu).

Przyktad: problem komiwojazera

Tabela 1.1. Czasy znalezienia przez komputer, wykonujacy 100 mi-
liardow operacji na sekunde, najkrétszej trasy podrézy premiera
(zob. éwiczenie 1.3)

Liczba
wojewodziw

17 3.5 minuty
25 2-10% lat
49 4.1042lat

hll\yl

DIa 100 mlejsc( mamy 100I (liczba 161 cyfrowa)

Rysunek: M. Systo, ,Algorytmy”
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Problemy niealgorytmizowalne - przyktady

e rozumienie sensu zdan,

e dziatania twércze, decyzje intuicyjne;

e rozpoznawanie twarzy i obrazéw,

e rozpoznawanie pisma recznego,

e rozpoznawanie mowy i sygnatéw, percepcja,
e sterowanie robotem, nieliniowymi uktadami,

e diagnostyka medyczna, planowanie terapii.
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Cl i sztuczna inteligencja (Al)

Definicje Al i CI (W. Duch):

Cl: percepcja i sterowanie: zachowania sensomotoryczne — sieci
neuronowe i uczenie mMaszynowe;

Al: wyzsze czynnosci poznawcze: logika, jezyk, rozumowanie,
rozwigzywanie problemow.

Artificial Intelligence (Al) to czes¢ Cl postugujaca sie
symboliczng reprezentacjg wiedzy, zajmuje sie rozumowaniem,
tworzeniem systeméw ekspertowych.

Obecnie ,sztuczna inteligencja” uzywana jest na okreslenie
wszystkiego, co sie kojarzy z inteligencjg maszyn.
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Uczenie maszynowe

e Uczenie maszynowe (Machine learning, ML) - sytemy,
ktdére ucza sie rozwigzywac problemy na podstawie
dostarczonych przypadkéw uczacych (zebranych danych)

e Generalizacja - dobrze wyuczony model dziata poprawnie
takze dla przypadkow, ktérych nie byto w danych
treningowych

e Gdy dane sie zmienia system mozna dostosowac trenujac go
na nowych danych

THIS 19 YOUR MACHINE LEPRNING SYSTETT?

POUR THE DATA INTD THIS BG
mEovuwkﬁLmemE
THE ANSLERS ON

WHAT IF THE ANGLEERS ARE LIRONG?
JUST TR THE PILE INTL
THEY STPRT LOOKING RIGHT.

Rysunek: https://xkcd.com/
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ANN i sztuczna inteligencja (Al)

Deep learning Example:
Shallow
Example: autoencoders
MLPs

Example:
Logistic

regression

Representation learning

Machine learning

Gooffellow, 2016 [1]
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Obliczenia neuronowe

e modelowanie dziatania mézgu - symulacje komputerowe,
modele proceséw kognitywnych

e przetwarzanie réwnolegte bardzo wydajne przy rozwigzywaniu
niektérych problemaéw

e odpornos¢ na uszkodzenia, oddziatywania lokalne,
uszkodzenie czesci sieci nie musi powodowac drastycznych
skutkow

e rozwigzywanie praktycznych probleméw za pomoca metod
inspirowanych systemami biologicznymi -> Sztuczne Sieci
Neuronowe (Artificial Neural Networks, ANN)
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Deep Neural Network

(Pretraining)
Multi-layered m
XOR Perceptron
ADALINE

(Backpropagation)
Perceptron
Golden Age Dark Age (“Al Winter")
Electronic Brain
1943 1957 1960 1969 1986 1995

—
h =7 e b )
! = £
y « Sml
S. McCulloch - W. Pitts F. Rosenblatt B. Widrow - M. Hoff . Hinton - R. Wiliams: V. Vapnik - C. Cortes G. Hinton - S. Ruslan
JIN N - — e — =

+ Leamable Weights and Threshold + XOR Problem *+ Souti
+ Weights are nof Learned + 5ig

i doveiing Interventon:

https://beamandrew. github. io/deeplearning/2017/02/23/deep_learning_101_partl. html
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Rys historyczny |

1938

1943

1949

1958

1960
1967
1969

1973

N. Rashevsky, neurodynamika - sieci neuronowe jako uktad
dynamiczny

W. McCulloch, W. Pitts, sieci neuronowe jako uktady
logiczne

D. Hebb, uczenie sie na poziomie synaptycznym (pierwsza
reguta uczenia)

F. Rosenblatt, Perceptron - sie¢ jako funkcja matematyczna
J. von Neuman, The computer and the brain

B. Widrow, M. Hoff, Adeline

K. Steinbuch, E. Schmitt, Macierze uczace sie

M. Minsky, S. Papert, ksiazka ,Perceptrony” - wykazali
ograniczenia sieci liniowych

Chr. von der Malsburg, samoorganizacja w uktfadzie
nerwowym
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Rys historyczny |l

1982

1983

1985
1986

1987

1990
1995
1997
1998
2005

J. Hopfield, model Hopfielda
T. Kohonen, samoorganizacja map topograficznych mézgu

K. Fukushima, S. Miyake, T. Ito, neokognitron, gteboka sie¢
neurowa

D. Ackley, G. Hinton, T. Sejnowski, maszyny Boltzmana
D. Rumelhart, G. Hinton, R. Williams, wsteczna propagacja
btedow

G. Carpenter, S. Grossberg, model ART; W. Freeman,
Chaos w mézgu

T. Poggio, F. Girosi, sieci RBF, teoria regularyzacji.

V. Vapnik, SVM i ,koniec ery Data Mining"

S. Hochreiter, J. Schmidhuber, sie¢ rekurencyjna LSTM

Y. LeCun i inn, sieci konwolucyjne w analizie obrazéw.

GPU do sieci konwolucyjnych, bardzo duze sieci, gtebokie
uczenie
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llos¢ neuronéw w modelach neuronowych

Perceptron (Rosenblall, 1955, 1062)
Adaptive linear element (Widrow and Hoff, 1960)
Neocognitron (Fulkushima, 1950)

Early back-propagation network (Rumelhart of ol 19861)

Recurrent neural network for speech recognition (Hobinson and Fallside, 1991)

Multilayer perceptron for speech recognition (Benzio ot al., 1991)

Human

=
]
b

Mean field sigmoid belief network (Saul cf al, 1996)

LeNet-5 (LeCun ct al., 1998b)

B R S

Echo state network (Jacger and 11 2004)
10. Deep belief network (Hinton cf ol 2006)

11. GPU-accelerated convolutional network (Chellapilla ot al,, 2006)

12. Deep Boltzmann machine (Salakhutdinoy and Hinton, 20094)

13. GPU-accelerated deep belief network (Raina e al., 2009)

14. Unsupervised convolutional network (Jarrctt of al., 2000)

15. GPU-accelerated multilayer perceptron (Ciresan of al., 2010)
2015 16. OMP-1 network (Coates and Ng, 2011)
17. Distributed autoencoder (Le cf al., 2012)

18. Multi-GPU convolutional network (Krizhevsky ef ol, 2012

al., 2013)

19. COTS HPC unsupervised convolutional network (Coatos
20. GoogLeNet (Szcxedy ol al, 20141)

Liczba neuronéw podwaja sie co 2.5 roku

Gooffellow, 2016 [1]
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Mozg 1 sie¢ neuronowa

e 10! neuronéw (100 miliardéw), do 100Hz
e gestos¢ potaczen okoto 10* synaps na neuron

e Receproty - dostarczaja sygnaty wejsciowe (bodzce
wewnetrzen i sygnat ze zmystow)

e Sygnat wyjsciowy z uktadu nerowego steruje efektorami
(reakcja na bodziec)

e obliczenia réwnolegte

e uktady biologiczne zbyt ztozone - jedynie ogdlne zasady
organizacji i sposobu funkcjonowania uktadéw biologicznych
neurondéw moga stuzy¢ za inspiracje

e Sztuczne sieci neuronowe to model matematyczny, ktéry
mozna widziec jako ztozenie wielu (nieliniowych) funkgji i
czesto nie ma nic wspdlnego z sieciami biologicznymi

Sieci Neronowe 16



Neuron biologiczny

Jadro neuronu

Ciato komoérki
Przewezenie Ranviera
Komoérka Schwanna

Otoczka mielinowa
Akson

Zakoriczenia akson6w

Rysunek: wikipedia.org
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Neuron biologiczny

Dendryty - wejscie neuronu, odbieraja sygnat od
sasiadujacych neurondéw, impulsy moga by¢ pobudzajace lub
hamujace

Ciato komorki (soma), sumuje naptywajace w danym
momencie sygnaty

Akson (wyjscie), emituje sygnat, gdy potencjat w somie
osiggnie odpowiedni prég

Synapsy - styki pomiedzy dendrytami i aksonami, pobudzenie
naptywajace z axonu powoduje uwolnienie chemicznych
neurotransmiteréw, ktére wptywaja na zachowanie potaczen
przytaczonych neurondéw

Dziatanie neuronéw biologicznych jest bardzo ztozonym
procesem, neurony w sztucznych sieciach sg duzym
uproszczeniem

IE” Schematic animation of spike generation in neural cell
(‘J Piersa) Sieci Neronowe 18


https://www.youtube.com/watch?v=zlCPIftRmNA
https://www.youtube.com/watch?v=zlCPIftRmNA

Logika progowa

Neuron zbiera dochodzace do niego sygnaty x; od neuronéw n
obliczajac sume wazona w; tych sygnatéw (wagi okreslane sa
przez procesy synaptyczne), tworzac z nich sumaryczny sygnat

wejSciowy:
1(t) = wixi(t)
i

Sumowanie przestrzenne i czasowe potencjatéw zgromadzonych
na btonie komérkowe| daje catkowitg aktywacje elementu:

a(t) = F(I(t), a(t — 1))
Aktywacja, razem z progiem T wzbudzenia, okresla sygnat

wyjsciowy
o(t)y="f(a, T)

Sieci Neronowe
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Neuron McCulloch, Pitts (1943-49)

wyjscie neuronu w chwili k + 1

n
1 gdy Z W,'X,-k >T
Ok—i-l(x) — i=1

n
0 gdy Z W,'X,-k <T
i=1

grafika: www.wikipedia.org

Sieci Neronowe
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Neuron McCulloch, Pitts (1943-49)

e neurony moga by¢ tylko w dwoéch stanach, aktywne albo
nieaktywne, sygnat wejsciowy i wyjsciowy binarny

x; ={0,1}
e sygnaty dochodza przez synapsy pobudzajgce i hamujace
W,'J' = {*1, +1}

e kazdy neuron ma ustalony prég pobudzenia 7 > 0

e sygnaty sumuja sie w pewnym kwancie czasu i gdy
przekrocza prég T neuron sie aktywuje

e brak uczenia sie, wagi i prég majag statg wartos¢

e odpowiedni dobér wag pozwala zrealizowa¢ funkcje logiczne:
NOT, OR, AND badz NOR i NAND -> sie¢ neuronéw moze
zrealizowa¢ dowolng funkcje logiczna
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Ogélny schemat neuronu

wyjscie

funkcja
aktywaciji

suma
wazona

%, wagi
wejscia

o(x) = F()_ wixi + wo) = f(wx)
i=1

gdzie
x=[1,x1,%,...,Xn]

W = [Wo, Wi, Wa, ..., Wy

wp - wyraz wolny (bias) N
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Interpretacja geometryczna - separowalnosc

Neuron z progiem realizuje sepaowalnos¢ liniowa,
hiperptaszczyzna dzieli przestrzen na dwie czesci

1 gdy wixy + woxp >0
o(x) =
gdy  wixy + wexo < 6

R,

Sieci Neronowe
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XOR

ot &

X
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Reguta Hebba (1949)

Aw; = nox; = 'r]f(wa)x,-

.Kiedy akson komoérki A jest dostatecznie blisko by pobudzié¢
komorke B i wielokrotnie w sposdb trwaty bierze udziat w jej
pobudzaniu, procesy wzrostu lub zmian metabolicznych zachodza
w obu komérkach tak, ze sprawno$¢ neuronu A jako jednej z
komérek pobudzajacych B, wzrasta.”

Sieci Neronowe 25



Uczenie

Plastycznos$¢ uktadu (uczenie sie): wagi synaptyczne w; zmieniaja
sie powoli w czasie.

Reguta Hebba

Aw; = nox; = nf(wa)x,-

Reguta delta (Widrowa-Hoffa)

Aw; =n(y — o)x;
gdzie y to sygnat nagrody

Sieci Neronowe 26



Rodzaje ucznia

e Uczenie bez nadzoru (unsupervised learning)
uczenie wytacznie na podstawie sygnaty wejsciowego X,
odkrywanie ciekawych struktur w przestrzeni danych
wejsciowych.
Uczenie spontaniczne, odpowiada uczeniu w okresie
niemowlecym.

e Uczenie nadzorowane (supervised learning) - dla kazdego
sygnatu wejsciowego x dana jest pozadana odpowiedzZ y.
Uczenie ,szkolne”.

e Uczenie z krytykiem, z ,wzmocnieniem” (reinforcement
learning) - uczenie sie zachowan, ktére przynosza zysk po
dtuzszym czasie (np. autonomiczne roboty, gra z
przeciwnikiem). Uczenie dojrzate (nabieranie ,madrosci”).

Sieci Neronowe



Uczenie nadzorowane

Kazdy przypadek x ze zbioru treningowego posiada przypisang
wartosc y.
¢ Regresja (aproksymacja) - obiekt wyjsciowy y jest liczba
rzeczywista lub wektorem liczb (np. temperatura)

o Kilasyfikacja - obiekt wyjSciowy jest x jest etykieta klasy (np.
nazwa obiektu na zdjeciu)

-
e X
300 X X \—
Price ($ x X R X X
in”;;ll(o’)s L 2 6 © vg o
X Age o © >
100 X 1) v O x
o
0 4 o 9 o ©
0 500 1000 1500 2000 2500

T
Size in feet?

Tumor Size
Rysunek: Mohamad Ghassany, http://www.mghassany.com/MLcourse/introduction.html|

Sieci Neronowe 28



Uczenie nadzorowane

e model f(x; W) = y realizuje mapowanie (zdefiniowane przez
parametry sieci W, np. wagi) wektora treningowego x do
wektora wyjsciowego y (pozadanego)

e Uczenie najczesciej polega na takim doborze parametrow W
aby zminimalizowa¢ réznice pomiedzy wyjsciem sieci f(x) a
wartoécig pozadang y, np.:

(F(x; W) —y)?

e Celem nie jest uczenie ,na pamiec”, lecz generalizacja.
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Uczenie nienadzorowane

Uczenie wytacznie na podstawie sygnatu wejsciowego X, brak
pozadanego sygnatu wyjsciowego.

e klasteryzacja (analiza skupien) oparta na jakiej$ mierze
podobienstwa, szukanie struktur.

Unsupervised Learning

O
oNe
©)

X3

X

e Wykrywanie cech i regularnosci w danych, tworzenie
przydatnych reprezentacji danych, kompresja (kodowanie)
sygnatu, redukcja wymiarowosci, modelowanie sygnatu,

Rysunek: Mohama assany, http://www.mghassany.com/MLcourse/introduction.htm/

Gl
redukcja szumu
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Uczenie z krytykiem

e Sygnat wyjsciowy jest zazwyczaj akcja (sekwencja akgji)

podejmowanych przez agenta

e Nagroda (lub kara) jest dostarczana z opdznieniem (np.

przegrana partia w szachy)

internal state Sreward
TN x
Y .
V7 5 l environment
D =T s

leaming rate't”
inverse temperature
discount rate 7

=

Reward r

Take action a

parameter 6

observation

Observe state s

Environment

Rysunek: Hongzi Mao, ,Resource Management with Deep Reinforcement Learning”

Aneek Das, The very basics of Reinforcement Learning




Gtéwne aspekty modeli neuronowych |

1. Sposéb modelowania pojedynczego neuronu
— Stan aktywacji (wzbudzenia) poszczegdlnych neurondw,
sposéb aktywacji tych neurondw, funkcja opisujaca sygnat

wyjsciowy elementu,
— neurony: progowe, liniowe, nieliniowe (np. sigmoidalne)

32
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Gtéwne aspekty modeli neuronowych |l
2. Sposob propagacji sygnatéw przez sie¢ neuronowa

— sieci jednokierunowe (feedforward)
— sieci ze zprzezeniami zwrotnymi, seici rekurencyjne
(reccurent)

3. Topologia potaczen elementéw (architektura sieci):

— budowa warstwowa (warstwa wejsciowa, wyjsciowa, warstwy
ukryte), hierarchiczna
— sieci jednowarstwowe, wielowartswowe, gtebokie
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Gtéwne aspekty modeli neuronowych Il

4. Reguty uczenia - reguty modyfikacji parametréw opisujacych
neurony i potgczenia pomiedzy nimi, algorytm optymalizacji,
funkcja kosztu

5. Otoczenie, w ktorym dziata sie¢ neuronowa: sposob
prezentacji danych, rodzaj danych wejsciowych, reprezentacja
sygnatu wyjsciowego (np. kodowanie etykiet klas)

6. Realizacja techniczna: jezyk programowania, wykorzystanie
GPU, zréwnoleglenie obliczen
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Perceptron

Reguty uczenia

BS



Perceptron Rosenblatta (1958)

Klasyfikator neuronowy Mark | wzorowany na biologiczne]
percepcji (uktad wzrokowy)

linear
retina features classifier

Trzy warstwy:
e S-units: wejscie, siatkéwka oka, np. fotokomorki 20 x 20

e A-units: asocjacyjne, zbierajace dane z wiekszych obszaréw
(obliczanie cech), 512
e R-units: liniowy klasyfikator uczacy, 8

Rys: wikipedia.org
Martin Riedmiller, Machine Learning (lectures)
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Si ={—1,+1} sygnat docierajacy do elementow
sensorycznych

potaczenia ¢j = {—1,0,+1} elementéw S; i A;,
przypadkowo rozrzucone w pewnym obszarze, nie ulegaja
zmianom realizuja wstepne przetwarzanie (ekstrakcja cech)

A — +1, dla ZJ-C,'J'SJ'Z@,'
e —1, dla chijsj<ei

sygnat wyjsciowy
+1 > wyA > Nk
J
R,': -1 ZW,'J'AJ'< —Nk
J

0 w pozostatych przypadkach

wagi wj; - potencjometry, uczenie - mechaniczna regulacja
ich wartosci
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Perceptron wspoétczesny

e /wykle przez ,perceptron” rozumie sie teraz jeden neuron z
wieloma wejsciami (bez jednostek S, bo tu nie ma adaptagji).

e Perceptron prosty

1
AT
171\1)@
: —>Y
T

Rys: Martin Riedmiller, Machine Learning (lectures)
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Single layer perceptron

Input layer Output layer

Multilayer perceptron (MLP)

input layer

hidden layers

' " AN
AL "V

K KL X
ol )'g;"‘:v‘.“".

SO
Vi

\ses=e
SHOSH

Rys: M. Bennamoun, Neural Computation (lecture)

computersciencewiki.org

Sieci Neronowe
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Neuron binarny

Perceptron prosty (binarny)

Y= 1, gdy > ;wixi+wy >0
0, gdy Z,-W,‘X,'—FWQ<O

1
o A
I 1
\@—)y
T /
noowy

Sieci Neronowe
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Interpretacja geometryczna

® Xi,...,Xp to punkty w n-wymiarowej przestrzeni (x € R")
e réwnanie > x;w; + wp = 0 definiuje ptaszczyzne
(hiperptaszczyzne) rozdzielajaca przestrzen wejéciowa na

dwie czesci Ry i R»

e perceptron dzieli wektory x; na te lezace ponizej ptaszczyzny
decyzyjnej (v < 0) oraz lezace powyzej ptaszczyzny (y > 0)

R

R>
\ 2(x)=0
‘ w\ - 7 ‘F(X)

,/\\'«‘\\ 6 :
Rys: Duda and Hart, Pattern Classification 3 >

o x
Sieci Neronowe
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Zadanie klasyfikac]i

e Klasyfikacja binarna - przypisanie obiektéw do jednej z 2
klas

e Dane treningowe: zbiér n przypadkéw xi,Xo, ..., X,, kazdy
przypisany do jednego z dwoéch zbioréow P lub N

e Uczenie: dobra¢ wagi w i wartos¢ progowa wy tak aby
perceptron zwracat wartos¢ 1 dla wszystkich x; ze zbioru P,
zas wartos¢ 0 dla wszystkich x; € N

e zatozenie: dane s3 spdjne, tzn. PN N = ()

Sieci Neronowe 42



Uczenie perceptronu - idea

Niech x nalezy do zbioru P.
Jezeli perceptron popetnia btad to

ZW/X/+W0<O

Jak zmieni¢ w i wy aby zniwelowa¢ btad?

e zwiekszy¢ wy

przesuniecie ptaszczyzny ze zeigkszeniem wy
Rys: Riedmiller, Machine Learning (lectures)
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Uczenie perceptronu - idea

Niech x nalezy do zbioru P.
Jezeli perceptron popetnia btad to

ZW/X/+W0<O

Jak zmieni¢ w i wy aby zniwelowa¢ btad?
o zwiekszy¢ wy
e jesli x; < 0 to zwiekszyC w;

e jezeli x; > 0 to zmniejszy¢ w;

obrot ptaszczyzny ze zmiana w

Rys: Riedmiller, Machine Learning (lectures)
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Algorytm uczenia perceptronu

Algorytm 1 Algorytm uczenia perceptronu

Input: zbiér wektoréw nalezacych do jednego z dwdch zbioréow P
i N
Output: perceptron klasyfikujacy wszystkie przypadki (jezeli ist-
nieje)
1: zainicjuj wagi w oraz wartos¢ progowa wp (np. mate losowe
wartosci w okolicy 0)

2: while istnieje btednie klasyfikowany x do
3: if x € P then

4: W < W + X

5: wo — wo +1

6: else

7: W< W —X

8: wo < wg—1

9: return w, wg
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Algorytm uczenia perceptronu

e Jezeli istnieje rozwigzanie (problem jest liniowo
separowany) to algorytm je odnajdzie w skonczonej licznie
krokow

e Mozliwe cykle: gdy wektor wag sie powtdérzy to problem jest
nie rozwigzywalny

e Liczba btedéw nie maleje monotoniczne - kolejna
modyfikacja moze popsu¢ klasyfikacje poprzednio
nauczonych przypadkow

e Jak znalez¢ najlepsze mozliwe rozwigzanie nawet gdy
problem nie jest liniowo separowalny?

e Algorytm kieszeniowy - uczenie perceptronu z
zapamietaniem wag dla ktérych popetniono najmniej btedow
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Algorytm 2 Algorytm kieszonkowy

Input: zbiér wektoréw nalezacych do jednego z dwdch zbioréw P
I N
Output: perceptron klasyfikujacy przypadki do dwoch klas

1: zainicjuj losowo wagi w i wy

22t 0, th«t, wWw wiew

3: for losowo wybranego x € PUN do

4 if x poprawnie klasyfikowany then

5: t—t+1

6 else

7 if t> t' then

8 t—t, wWw,  w)—w
9 t<«< 0

10: wykonaj aktualizacje wag perceptronu

11: return w, wy
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Algorytm kieszonkowy

e Algorytm kieszonkowy ma za zadanie znalez¢ najlepsze
mozliwe rozwigzanie nawet w przypadku problemoéw, ktére
nie s3 liniowo separowalne

e Zapamietuje tylko wagi ostatniego poprawnego przypadku,
wiec istnieje mozliwos¢ zignorowania wczesniejszego,
lepszego rozwiazanie. Przeciwdziata temu alg. z zapadka,
jednak wymaka on wiecej naktadéw obliczeniowych.

e Algorytm kieszeniowy z zapadka - modyfikacja algorytmu
kieszeniowego, gdzie zapamietywany jest zwyciezca tylko
wtedy, gdy klasyfikuje poprawnie wiecej przypadkow
treningowych
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Czego moze sie nauczy¢ perceptron?

e Perceptron binarny potrafi rozwigza¢ wytacznie problemy
liniowo separowalne

e Przyktad XOR - nie jest liniowo separowalny

e Sieci potaczonych neuronéw maja wieksze mozliwosci

e Problem XOR mozna rozwigza¢ za pomoca 2 perceptrondéw
prostych

1
Rys: Riedmiller, Machine Learning (lectures)
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Algorytm wiezowy | piramidalny
Przyktad algorytmdéw rozrastajacych sie

1. Wytrenuj pojedynczy perceptron np. alg. kieszonkowym na
danych treningowych

2. Jezeli nie uzyskano zadowalajacego rezultatu to dodaj
perceptron, ktérego wejsciem bedzie wyjscie poprzedniego
neuronu (alg. wiezowy) lub wyjscia wszystkich poprzednich
neuronéw (alg. piramidalny). Wro¢ do punktu 1.

Maja Czokdéw, Jarostaw Piersa, 0
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Adaline - Adaptive Linear Element

Adelinae (Widrow, 1959) - jednowarstwowa sie¢ sktadajaca sie z
perceptronéw prostych. Realizacja sprzetowa z uzyciem
memistoréw.

output

Netinput
function function

(Xm, Adaline.

Activation

Reguta uczenia Widrowa-Hoffa

Awe =Xy — E wWiX; | Xk
i
Rys: https://sebastianraschka.com/faq/docs/diff-perceptron-adaline-neuralnet. htm/
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Reguta uczenia

e Reguta uczenia Widrowa-Hoffa dazy do minimalizacji btedu
kwadratowego aktywacji neuronu w’ x wzgledem
pozadanego sygnatu wyjsSciowego y

EMSE(X ( Z W/X/>

e Poniewaz funkcja celu jest ciagta to mozliwe jest trening za
pomoca metody najwiekszego spadku gradientu

e dla neurondéw liniowych reguta jest réwnowazna regule delta
a Adeline rozwiazuje problem aproksymacji, wartosci y; € R

e dla neuronéw z wyjsciem progowym Adeline staje sie
klasyfikatorem, gdzie y; = {—1, +1}

e Madeline - wielowarstwowa wersja Adeline
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Adeline vs. Perceptron rule

output

Net input Activation
function function

Perceptron rule.

output

Net input Actvation  Quantizer
function function

Adaline.

Rys: https://sebastianraschka.com/faq/docs/diff-perceptron-adaline-neuralnet. htm/
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Reguta delata

e Reguta delta - uogdlniona reguta uczenia perceptronu dla
ciagtych (rézniczkowalnych) funkgji aktywacji f(x)

AWk = AVWKE * Xk

e minimalizacja btedu kwadratowego E w kierunku
najwiekszego spadku gradientu

Awe = X(y — F(x)) F/(x)xk
A > 0 wspdtczynnik uczenia

y; pozadany sygnat, y; € R dla aproksymacji, y; = {—1, +1}
lub y; = {0, 1} dla klasyfikacji binarnej
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Algorytm spadku gradientu

w < w — AVE(w)

(b) flay) =22 + 30

Rys: Maja Czokdéw, Jarostaw Piersa, Tomasz Schreiber, Wstep do Sieci Neuronowych
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Aspekty uczenia

e Jezeli istnieja minima lokalne to istnieje ryzyko utkniecia
algorytmu w tym minimum

e Powtorzenie kilkukrotne uczenia z ré6znymi punktami
startowymi moze pozwoli¢ unikngé miniméw lokalnych

e Trajektoria zalezy od punktu startowego

e Kryterium stopu algorytmu:

— ilos¢ krokoéw uczenia lub inne ograniczenie czasowe
— osiagniecie zadowalajacego poziomu doktadnosci E < ¢
— niewielkie zmiany ||Aw|] < €

e stata uczenia A, gdy za duza rozwigzanie moze by¢
pominiete, gdy za mata uczenie bedzie powolne.
Nie musi by¢ wartoscia stata, np. moze by¢ zmniejszana w
czasle treningu.
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Funkcje aktywacji |
e identycznos¢
f(x)=x f'(x)=1
e funkcja liniowa - nieograniczona f(x) € R
f(x)=ax+b f'(x)=a

e progowa unipolarna - nieciggta, nierézniczkowalna

1, qd >
F(x) = Iy x=a
0, gdy x<a

e progowa bipolarna

1, gdy x> a
Rys: http://cs231n.github.io/ f(X) ==

-1, gdy x<a
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Funkcje aktywacji Il
e sigmoidalna (unipolarna) - ograniczona f(x) € (0, 1)
1

)= 1rex =1 —1(x)
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Funkcje aktywacji I
e tangens hiperboliczny (bipolarna) - ograniczona
f(x) e (-1,+1)

1—e™*

14 e X

10 Ki

05 J.'

f(x) = tanhx = f'(x) =1— f?(x)

-10 -5 I 5 10
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Funkcje aktywacji IV

e ReLU (Rectified Linear Unit) - fragmentami ciagtfa, brak
pochodnej w 0

x, gdy x>0
0, gdy x<0

F(x) = 1, gdy x>0
0, gdy x<0

L | L L
-10 -5 5 10
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Klasyfikacja wielu klas

e W przypadku wieloklasowym y; =1,2,3, ..., k

e Pojedynczy perceptron prosty moze by¢ nauczony aby
separowac przypadki z pojedynczej klasy od pozostatych (po
jednym perceptronie na klase), k klasyfikatoréw binarnych

e Bardziej wymagajace podejscie k(k — 1)/2 klasyfikatorow
binarnych dla kazdej pary klas

)/

Rys: Duda and Hart, Pattern Recognition
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Maszyna liniowa

e sie¢ jednowarstwowa - liczba wyjs¢ réwna liczbie klas

Input layer Output layer
e funkcja dyskryminujaca
f,(X) = W/'TX + Wio

e klasyfikacja: przypisanie wektorowi x klasy /i odpowiadajacej
wyjséciu f; o najwiekszej wartosci

fi(x) > f(x) dla kazdego i # k
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Algorytm 3 Uczenie maszyny liniowe;j

Input: zbiér wektoréw nalezacych do jednej z k klas
Output: klasyfikator separujacy wektory treningowe
. zainicjuj losowo wagi w;
. for losowo wybranego x do
if x nalezacy do klasy i jest niepoprawnie przypisany do
klasy j then
W; < W, +X
5: W; < W; — X

S

6. return w, wg
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Jednokierunkowe sieci
wielowarstwowe

Multilayer Perceptron (MLP)



Perceptrony jednowarstwowe potrafig rozwigzywac problemy
separowalne liniowo

Reguta delta dla sieci jednowarstwowe;j:
Awy = (y; — (x)) f (x)xi

gdzie w;; waga pomiedzy /i-tym wejsciem a j-tym wyjsciem
Problemy bardziej ztozone (np. XOR) wymagaja dodania
kolejnej warstwy (nieliniowej) przetwarzania

Kazda kolejna warstwa tworzy nowy obraz danych, ktéry
moze by¢ dalej analizowany przez kolejne warstwy

y = f(x) = FM (FMD (L r(x)) )
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Warstwa ukryta a granice decyzji

Twolayer

kot £

Rys: Duda, Hart, Pattern Classification
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Przyktad: sie¢ MLP 2-4-2

A iy
AR Miyyytesi
I\“\\\;\\g&\\\\\ ",""':',""”lll'l’li""lllll'l'
R it

Rys: Duda, Hart, Pattern Classification
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Perceprton 3 warstwowy

e Warstwy: wejsciowa, ukryte, wyjsciowa

e Warstwy w petni potaczone (wagi tworza macierz)
oK) — o (W(K)0<K—1)>

e Waga wj; = 0 moze byC interpretowana jako brak potaczenia
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MLP - oznaczenia

M - liczba warstw (M = 3) o A g

WU(-I) - waga taczaca element / nalezacy do warstwy / — 1 oraz
element j z warstwy /

iU

- aktywacja neuronu j w warstwie /

/ 2 : N _(I-1
()

o;’ - sygnat wychodzacy z elementu j nalezacego do warstwy /

J
/ / N (-
OJ( ) = O'(ZJ-( )) =0 (Z W,-J(-)o,-( 1)>
i

fi(x) = ol.(M) funkcja realizowana przez MLP (i-te wyjscie)
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Algorytm wstecznej propagacji btedu
(1974, 1986)

Miara btedu sieci dla pojedynczego wzorca wejsciowego X |
pozadanej odpowiedzi y = [y, ..., ¥l

1
E(xW) =5 2 (vi — fix; W))?
1=
gdzie n to liczba wyjs¢

Minimalizacja btedu metoda spadku gradientu:

%S(V;VW) :"7;(%‘— f/(X:W))afig‘jVW)

Aw = —n
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Zmiana wag dla warstwy wyjsciowe]

(M

Dla wagi wj ) taczacej wyjscie o(M_l)

z k-tym wyjsciem sieci

(I\/I) B B ofi(x; W)
nz fi(x; W)) 7@W(M)
8fk x; W
=n(yk — f(x; W)) ('B((M))
'k
80(2,£ )) GZ,EM)

BZ,EM) 6WJ-(kM)

= 1(yk — filx W)) o’ (2{") oM™

=1k — fi(x; W))
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AW =1 (v — fulx W)) o’ (2{) oMV

Niech 6,W) oznacza bfad ,lokalny” dla warstwy M

5;(<M) = U’(Z;EM)) (vk = fi(x: W)

Zmiana wag dla warstwy wyjsciowe;:

AW(M) = né,ﬁM)o}Mfl)

AW(M) = 775,((M)

Sieci Neronowe
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Zmiana wag dla warstwy ukrytej (M — 1)
Dla wagi M/J(,(M_l) z warstwy ukrytej M — 1:
_ OE(W : ofi(x; W
AWM = (W) S (i — (% W)) (x; W)

— i) T
w5 awi"™

gradient

oS wief )
ofi(x W) _0o(z") 0z ()

aWj(qu)— aZI_(M) aWj(qu)— i 8WJ-(,<M*1)
aO(I\/I—l)
=o' (") Wi
() i s

=0 (z.(M)> W/EIM)O', (Z,EM_l)> OJ(M_2)
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ofi(x; W) M M—1 M—2
8/ o =0 (Z/( )) WIE/ ) (Z;E )) OJ( )
Wik

zmiana wag dla warstwy M — 1

x; W
AW(M 1)—?72()//—fo)) ((M 1))
jk

= nZ(y,- — fi(x; W) o’ (Z,W)> WM ( /(<M71)> o=
=1

n
o (4) 3w

_ néifw—l)oj(/w—z)

M—1 M—1
AW( ) — 77(5,(( )

Struktura wzoru w kolejnychwarkstwach jest taka sama 75



Wsteczna propagacja btedu - podsumowanie
Funkcja realizowana przez sie¢ wielowarstwowa

fil; W) =0 (Z Wj(,.M)O' <Z w;(gM*l)o <Z W,(kM7 . <Z anXn>>> .. )
J k /

Aktualizacja wag w dowolnej warstwie K - uogdélniona reguta delta
K K—1
A 15 ) _ 775( ) ( )

gdzie sygnat wejsciowy o,.(l) = X

Sygnat btedu w warstwie K
(K) _ (K+1), (K)
5 =6 Pw; e OXD

’ w 00O

sygnat btedu w warstwie wyjsciowej:
6" = o' (") (i = fi(x W)
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Algorytm wstecznej propagacji
Algorytm BP:
1. Zainicjuj wagi W matymi losowymi wartosciami

2. Dopéki nie sptoniony warunek stopu wykonuj
oblicz sygnat od wejscia do wyjscia

. K) (K 1)
/ =0 Z
oblicz sygnat btedu od warstwy wyjsciowe] do wejsciowe]

6I(K) _ Zéj(_K+1)W(K)
J

aktualizuj wagi
A ISK)_m;(K) (K-1)

Sieci Neronowe
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Algorytm wstecznej propagacji mozna w fatwy sposéb rozszerzyc

na:

sieci o innej strukturze potaczen: np. dodatkowe potaczenia
pomiedzy wejsciem lub wyjsciem, lub innymi warstwami
ukrytymi. Dla sieci rekurencyjnych odpowiednikiem jest
BPTT (wsteczna propagacja w czasie)

dowolng liczbe warstw

rézne nieliniowosci w warstwach

rézne funkcje aktywacji dla poszczegdlnych neuronéw
rézne state uczenia dla kazdej warstwy lub wezta

inne funkcje kosztu, nie tylko MSE, np. Cross Entropy
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Warianty treningu

Dla zbioru zawierajacego N przypadkow i sieci zawierajace] M
wyjs¢

E=

1 N 1 N M
DUEM) =52 > i — fi(x))?
i=1 i=1 j=1

=

N
Av =" Aw,
i=1

Batch gradient descent

e bfad usredniony btad catego zbioru treningowego

nie praktyczne dla duzych danych

stabilny trening,

nie zalezy od kolejnosci prezentacji wzorcow
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Warianty treningu

SGD - stochastic gradient descent (on-line)
e aktualizacja dla pojedynczego przypadku

e treningowego (N = 1), duza szybkos$¢ dziatania ale i duza
wariancja,

e istotna jest kolejnos¢ prezentacji przypadkow

MiniBatch gradient descent

e Srednia z n losowych przypadkéw (mini-batch), trening
on-line,

e czesto utozsamiany z SGD

e mniejsza wariancja niz SGD

e mozliwe operacje na macierzach, fatwiejsze zréwnoleglenie
GPU/CPU
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Wtasnosci MLP

e Uniwersalny aproksymator: siec MLP z jedng warstwa
ukryta jest w stanie aproksymowa¢ dowolna funkcje ciagta z
dowolna doktadnoscia.

Dwie warstwy ukryte rozszerzaja mozliwosci na funkcje
nieciagte.

Klasyfikator potrafi zrealizowa¢ dowolne granice decyzji
(obszary nie musza by¢ wypukte ani potaczone)

e Neurony ukryte: transformacja nieliniowa do przestrzeni
odwzorowan, tworzaca nowe cechy za pomoca nieliniowych
kombinacji

e Wiele zastosowan: klasyfikacja, wielowymiarowa regresja
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Problemy |

e Optymalizacja nieliniowych funkcji zawsze sprawia problemy;,
tu mamy ztozenie (czasem wielu) funkcji nieliniowych

e Dobdr architektury sieci: lle weztéw w warstwie 7 Jakie
funkcje aktywacji? Sieci ontogeniczne (rozrastajace sie)
dostosowujace rozmiar do ztozonosci problemu

e Przeuczenie i generalizacja - zbyt duza liczba
optymalizowanych parametrow powoduje przeuczenie, zbyt
mata - moze generowac zbyt proste rozwigzania

e Regularyzacja - metody ograniczenia zjawiska przeuczenia,
np. modyfikacje funkcji kosztu, ograniczenie liczby
parametrow

e |nicjalizacja parametréw - szybkos¢ treningu i wynik zalezy
od punktu startowego
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Problemy Il

e Minima lokalne i plateau, waskie ,rynny” - np. wielokrotny
start

e Wptyw nowych wzorcéw na juz nauczone — zapominanie
e Dobodr statej uczenia
e /nikajacy gradient, eksplodujacy gradient

e Przygotowanie danych uczacych: normalizacja,
standaryzacja, kodowanie wyjs¢, ...

e Ocena modelu: zbiory walidacyjne, testowe, kroswalidacja
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Nielsen, 2016 0.05

Znikajacy gradient

Szybkos¢ uczenia (zmiany wag) drastycznie maleje w gtebszych
warstwach - sygnat btedu zanika
Przyktad: sie€c 1 x1x1x1

aC
day

gdy |w;| < 1 wéwezas |wo’(z)| < 7

ac _ 1

Gby = O (21) X W2 x 0’ (z2) x W3 x 0'(23) x Wa xo'(24) x

Derivative of sigmoid function
0.25

0.20
0.15+

0.10

0.00 T T Sieci Neronowe:
_ =3
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Problem niestabilnego gradientu

e gradient w nizszych warstwach zalezy od wartosci wag,
aktywacji i gradientéw w warstwach wyzszych

e eksplodujacy gradient
gdy w; >> 1 oraz z; = 0 wéwczas |w;o’(z)| > 1, moze to
owocowac bardzo duzymi gradientami w poczatkowych
warstwach

e znikajacy i eksplodujacy gradient to przypadki szczegélne
problemu niestabilnego gradientu -> wartosci gradientéw
w poszczegdlnych warstwach moga znacznie sie réznic,
warstwy uczg sie z réznym tempem
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Specyfikacja sieci i metody treningu

Specyfikacja modelu:
— specyfikacja architektury
— typ neurondéw ukrytych: liniowe, sigmoidalne, Rel. U, ...
— typ neurondéw wyjsciowych: liniowe, sigmoidalne, softmax, ...

Funkcja kosztu:

— mean squared error (MSE),
— cross-entropy (CE),

Optymalizacja metodami spadku gradientu lub innymi:
— SGD, RPROP, Quckprop,
— Adam, AdaGrad, ...

Metody regularyzacji:
— momentum, L1, L, (weight decay), ...
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Funkcja kosztu MSE

Btad sredniokwadratowy (Mean Squared Error)

JO)= 5 (77

Gradient funkgji kosztu:

ﬂ—g (A_ )a_y
0 N2V Y

gdzie

¥ - wyjscia sieci,

© - parametry sieci,

vy - oczekiwane wyjscia

Sieci Neronowe
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Funkcja kosztu Cross Entropy

Cross entropy

J(©) == ylogy

e miara odlegtoéci miedzy rozktadami y i € (0, 1)
e gdy y = y to funkcja kosztu bliska zeru
e />0

Gradient funkcji kosztu:
oJ 10y
0 nyx%
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Funkcja liniowa w warstwie wyjsciowej

z=w'h+b

nieograniczone wartosci (—oo, +00)

jednostki nie nasycaja sie ale bardzo duze wartosci aktywacji
réwniez moga przysporzy¢ probleméw w trakcie uczenia
stabilniejsze w optymalizacji metodami gradientowymi od
innych typowych funkgji nieliniowych stosowanych w sieciach
zastosowanie wraz funkcja kosztu MSE do probleméw

regresji (dane wyjsciowe ciagte), modelowanie rozktadéw
gusowskich
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Funkcja logistyczna w warstwie wyjsciowej

1 ex

T1tex e +1

o(x)

Derivative of sigmoid function

e wartosci ograniczone (0, 1),
e nasycaja sie, aktywne uczenie tylko w okolicach x =~ 0

e zastosowanie: klasyfikacja 2 klas, modelowanie rozktadu
Bernoullego, binarne wartosci wyjsciowe
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Funkcja logistyczna w warstwie wyjsciowej

e podczas minimalizacji MSE btad zanika, gdy funkcja sie
nasyca (takze dla niepoprawnej odpowiedzi) ay ~0

oJ
MSE - = Z

e problem znika przy zastosowaniu kosztu Cross Entropy (CE)
Binarna funkcja kosztu: na kazdym wyjsciu oczekujemy
stanu 0 lub 1

Jee==Y_lyIng+(1—y)In(1-9))

OJce o 0z
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Softmax w warstwie wyjsciowej

e

Zj e%

softmax(z); =

e wartosci (0, 1) unormowane
Z softmax(z); =1
i

e Zastosowanie: klasyfikacja n roztacznych klas,
kazde wyjscie sieci zwigzane jest z jedna klasa, wartosci
kodowane w postaci wektora binarnego one hot

e wartosci wyjsciowe sieci reprezentuja rozktad
prawdopodobienstw zmiennej wyjsciowe]

Sieci Neronowe
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Multi-Class Classification with NN and SoftMax Function

probabilities

= Wy 1
T
L ot T2
= | | = | w, zy
K o
K Wy E

Zrédto:
stats. stackexchange. com/questions/265905/derivative-of-softmax-with-respect-to-weights
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gradient

Osoftmax(z);

= softmax(z);(0;; — softmax(z);)
0z

gradient funkgji kosztu CE gdy y; = softmax(z);

aJCE . N 0z
obliczenia sie upraszczaja | znika problem zanikania btedu dla

nasyconych wyjs¢, ktory wystepowat dla funkcji kosztu MSE
i wyj$¢ sigmoidalnych
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dobrze wspoétgra z treningiem cross entropy, btad nie znika
nawet dla duzych wartosci aktywacji z;

log softmax(z); — log Z e’k

wazne s3g réznice wartosci pomiedzy wyjsciami a nie
amplitudy poszczegolnych wyjs¢

softmax(x) = softmax(x + ¢)

minimalizacja kosztu CE powoduje zwiekszenie wartosci z;
na jednym z wyjs¢ i zmniejszenie wszystkich pozostatych

log E ek ~ max z
!
K

z punktu widzenia neurobiologicznego softmax moze by¢
widziany jako realizacja mechanizméw hamowania
wystepujacego w grupach neuronéw w korze, podobnie do
mechanizmu winner takes all

Sieci Neronowe 95



Dobér funkcji kosztu uzalezniony jest od rozktadu wartosci
wyjéciowych i typu neuronéw wyjsciowych

Output Type

Binary

Discrete

Continuous

Continuous

Continuous

Gooffellow, Deep Learning, 2016 [1]

Output

Distribution

Bernoulli

Multinoulli

Gaussian

Mixture of
Gaussian

Arbitrary

Output
Layer

Sigmoid

Softmax

Linear

Mixture
Density

See part I1I: GAN,
VAE, FVBN

Sieci Neronowe

Cost
Function
Binary cross-
entropy
Discrete cross-
entropy
Gaussian cross-
entropy (MSE)

Cross-entropy

Various
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Dobér neurondéw ukrytych

e wybor funkcji realizowanych przez warstwy ukryte jest
kluczowy dla przebiegu procesu uczenia

e funkcje liniowe - wiele warstw liniowych sprowadza sie do
pojedynczej transformacji liniowej

f(X) = Wan,1 .. .W1W1X = Ax

e funkcje ograniczone: sigmoidalne i tangens hiperboliczny
powoduja problemy z niestabilnym gradientem, uczenie moze
utknaé¢, gdy funkcja sie nasyci

e obecnie najpopularniejszym typem aktywacji w sieciach jest
RelLU
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Demonstracje

e ¥ TensorFlow playground

e ¥ ConvNetJS - Deep Learning in your browser

Sieci Neronowe
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Ulepszenia treningu siect MLP



Powierzchnia btedu

ERROR SURFACES

| "ommmm
'mnmmumm
v ’,

u:umb .{)N !;/

’a
!

Minima lokalne, globalne
Plateau - regiony o matej zmiennosci btedu wzgledem wag
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Jak omija¢ minima lokalne?

e Wielokrotny start z réznymi wartoSciami poczatkowymi -
najprostsza ale skuteczna metoda

e Szum dodawany do wag lub do danych pozwala wygtadzi¢
funkcje btedu i uciec z ptytszych miniméw — formalnie jest to
réwnowazne regularyzacji, czyli dodaniu dodatkowego cztonu
wygtadzajacego do funkcji btedéw.

e Losowa kolejno$¢ prezentowania przypadkéw

e Modyfikacje BP lub inne algorytmy optymalizacji
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Metody globalnej minimalizacji

e Metody globalnej minimalizacji: wiele metod.

e Monte Carlo, symulowane wyzarzanie, metody
multisympleksowe, minimalizacja Tabu, homotopia ...

e Duzo prac faczacych algorytmy genetyczne z sieciami MLP

e Zalety: globalne, proste w realizacji, niektére nie potrzebuja
gradientu, inne tacza zalety gradientowych z globalnymi.

e Wady: zwykle kosztowne i czasochtonne
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Trajektorie zbieznosci

PCA na macierzy kowariancji wag w kolejnych krokach iteracji

~
-100 -100

e wiele ptaskowyzoéw i kaniondw.

e dane lezgce daleko od granicy majg maty wptyw na
powierzchnie btedu

e przy kohcu uczenia gtéwna redukcja btedu wynika ze wzrostu
wartosci wag, czyli wyostrzania sie sigmoid az zrobig sie
prawie skokowe
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Dobér kroku uczenia

e zbyt mata warto$¢ n - powolna zbieznos¢
e za duza wartos¢ m - niestabilny trening, oscylacje
e wartoS¢ zmiana w czasie uczenia, rézne podejscia:
— zmniejszana w czasie treningu
— zwiekszana dla ptaskich powierzchni btedu

— dobierana niezaleznie do warstwy lub pojedynczych neuronéw
I wag

7]<7]opt MN="Topt Tiopt <7]<27?Opt J ’n>27?apt

VAN

................................................ w w
'LU*
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Ptaskie powierzchnie i strome doliny

<y
<i

Powierzchnia btedu w wielu wymiarach ma

rézne nachylenie

Rys: Riedmiller, Machine Learning
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Trening z momentem

predko$¢ uczenia zalezna od poprzednich wartosci gradientéw

Aw(t) = —nVE(t) + yAw(t — 1)

zwieksza krok uczenia, gdy gradient nie zmienia kierunku.
Przyspieszenie na ptaskich odcinkach wynosi w przyblizeniu

Aw(t) = —17VE
redukuje oscylacje (spowalnia uczenie), gdy gradient zmienia
kierunek
gdy VE = 0 wagi sa nadal modyfikowane (bezwtadnos¢),
moze to utatwi¢ opuszczenie strefy ,przyciagania” do
minimum lokalnego

0 <vy<1, typowo ngo’rczynvpeik v=0.9

eci Ner



Trening z momentem

==

SGD bez momentu

==

SGD z momentem

Sieci Neronowe

107



Inicjalizacja wag

e | osowe wartosci z rozktadu jednostajnego w okolicach O

e /Za duze wagi powoduja duze wartosci aktywacji i ryzyko
nasycenia funkcji sigmoidalnych

e Dla d wej$¢ mozna wybra¢ wartosci z zakresu
1 5 i .. . L .
—73 < .WU < g coprzy sta.ndéryzaCJl danych da?Je sredmo
aktywacje neuronéw w zakresie liniowym [—1, 1] sigmoidy

e Analogicznie dla kolejnych warstw
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Skalowanie wartosci wejsciowych

Rozne skale mierzonych cech x;, ,dzikie" rozktady dalekie od
rozktadu normalnego, wartosci odstajace

Dane wejsciowe x; powinny posiada¢ zblizone zakresy
wartosci

Standaryzacja

Xs =
([

W - wartos¢ Srednia, o - odchylenie standardowe

Normalizacja w zakresie [—1, 1]

X = Xmin
Xn:2 *1

Xmax — Xmin
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RPROP

Resilent BP (Riedmiller, Braun, 1992)
e radzi sobie z problemem znikajacych (oraz za duzych)
gradientéw
e wyfacznie znak gradientu (nie amplituda) uwzgledniany w
obliczeniach
e stata uczenia dobierana dla kazdej wagi niezaleznie

<<’95(W(t))>

0 W,‘j
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RPROP

e wymaga informacji z 2 ostatnich krokéw uczenia
e 7); rosnie, gdy brak zmiany kierunku gradientu
e 7; maleje, gdy nastepuje zmiana kierunku

8E(W(t))>

Awji(t) = —njj(t)sgn < By

gdzie

>0

min(a-n,-j(t— 1)r77max) dla 8E8(\‘:vvft)) BE(w(t—1))

wij
ni(t) = 4 min(b - m(t — 1), Nmin) ~ dla angf,f))aE(gﬁf;”><o

n;(t — 1) w pozostatych przypadkach

a=12, b=0.5  Nmp= 10_6, Nmax = 50
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Quickprop (Fahlman, 1988)

e zatozenie: wagi s3 niezalezne a funkcja btedu w okolicach
minimum moze by¢ przyblizona parabolg
e przyblizenie za pomocg wartosci i gradientéw funkcji w 2
punktach w(m) i w(m —1)
ViE(m)

Aw(m+1) = V,E(m—1)— V,-J-E(m)AW(m)

e wagi maja niezalezna zbieznos¢ uczenia
e zbieznos¢ kwadratowa

e trening moze byc¢ niestabilny

Aw(m+1)
Lwm+l)
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Metody 2 rzedu

Rozwiniecie w szereg Taylora:
1
E(w+d)~ E(w)+VE(W) d+ EdTv2E(w)d

gdzie V2E(w) = H jest macierza n x n pochodnych 2 rzedu
(Hessian)
o 02E(x; w)
Y dw,dw;
Gradient funkcji kosztu:
VEw+d)" ~VE(w)" +d"H
Minimum osiggane dla VE(w +d) = 0, stad
d=-H'VE(w)

rozwiazanie w jednym krokskjezgli.potrafimy obliczyé H™1 5



Metoda Newtona

[teracyjna metoda 2 rzedu:
w(t+1)=w(t) - H_1VE(w(t))

e metoda kosztowna czasowo O(n®) (odwracanie macierzy w
kazdej iteracji)
e zbieznos¢ (kwadratowa) po kilku iteracjach

e metoda kosztowna pamieciowo, Hessian O(n?) , gdzie n
liczba wag

e praktyczne zastosowania tylko dla matych sieci

e H nie zawsze jest dodatnio okreslona i - stosuje sie
aproksymacje
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Spadek gradientu

o
N
1 I 7 I l
Metoda Newtona
2
o
T I T I lo

Rys: https://www.neuraldesigner. com/blog/5_algorithms_to_train_a_neural_network

Sieci Neronowe
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Metody quasi-Newtona

Przyblizenia do Hesjanu

e zaniedbanie pozadiagonalnych elementow

o)= O°E
Aw; = _aw,-/aw,2

e metoda zmiennej metryki - przyblizenie do H~! oraz
iteracyjna metoda Newtona, kwadratowo zbiezna

— Davidon-Fletcher-Power (DFP)
— Broyden-Fletcher-Goldfarb-Shanno (BFGS).
e Metoda Levenberg-Marquardta oparta jest na przyblizeniu
Gaussa-Newtona
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Metoda Levenberg-Marquardta
Jakobian dla funkcji btedu E = Ze,-z

Be,-

=5

Jakobian mozna policzy¢ korzystajac z wstecznej propagacji.
Pochodna funkcji btedu:

VE=2J"e
Przyblizenie do Hesjanu:
H~2J7J+ ul

gdzie wspotczynnik ttumienia w zapewnia dodatnig okreslonos¢ H.
Aktualizacja wag:

Aw=—2(TJ+ul) " J7e
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Metoda Levenberg-Marquardta

Aw=—2(3TJ+ul) " JTe

e dla u = 0 mamy metode Newtona

e dla duzych u mamy metode najwiekszego spadku z matym
krokiem uczenia

e LM startuje z duzg wartoscia u a nastepnie w trakcie
uczenia W jest zmniejszane

e bardzo szybko zbiezna metoda dla funkgcji, ktére s3 suma
kwadratow (MSE)

e nie nadaje sie do zastosowan z funkcja Cross Entropy

e nie praktyczne dla duzych danych, duzy koszt pamieci
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Metoda gradientéw sprzezonych
Metoda gradientow sprzezonych (conjugated gradients) w
kolejnych krokach iteracji poszukuje minimum wzdtuz kierunkéw
sprzezonych do wszystkich poprzednich kierunkéw.
Kierunki Aw(m) i Aw(m — 1) sg sprzezone gdy:
Aw’ (m — 1)HAw(m) =0
Kierunek wyszukiwania minimum w iteracji m
Aw(m) = —=VE(w(m)) + BAw(m — 1)

gdzie wspotczynnik sprzezenia B

e regufa Fletchera-Reevesa

(VE(w(m)))?
(VE(w(m—1)))

8=

e reguta Polaka-Ribiera
VE(w(m))
(VE(w(m —1)))?

B = (VE(w(m)) — VE(w(m — 1)))
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Metoda gradientéw sprzezonych

e pierwszy kierunek w(0) wyznaczamy za pomoca spadku
gradientu

e w kazdym kroku wyszukujemy minimum wzdtuz
pojedynczego kierunku (liniowe szukanie) sprzezonego

e po n krokach (gdzie n jest liczba optymalizowanych
parametréw) metode inicjujemy ponownie w ostatnio
znalezionym punkcie

e dla kwadratowej funkcji kosztu w n wymiarach metoda CG
osigga minimum w n krokach

e zbieznos¢ znacznie szybsza od GD bez koniecznosci
wyznaczania H™!

e mate zapotrzebowanie pamieciowe
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Minimalizacja CG

e kolejny kierunek sprzezony nie wptywa ujemnie na wartos¢
btedu wzdtuz poprzednio wyszukanych kierunkéw

e dla H diagonalnej kolejne kierunki sg ortogonalne wzgledem
siebie

H-="1

Duda, Hart, Pattern recognition
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Memory

Speed

Rys: https://www. neuraldesigner. com/blog/5_algorithms_to_train_a_neural_network
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Generalizacja 1 regularyzacja
sieci MLP
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Generalizacja

e Na zbiorze treningowym btad jest w stanie zawsze osiggnac¢ 0

e Generalizacja jest celem uczenia - uogdlnienie reguty, ktéra
wytworzyta dane. Dazymy do minimalizacji btedu na danych,
ktére nie zostaty uzyte w treningu.

e Zbiér walidacyjny - wyodrebniony fragment danych (np. ze
zbioru uczacego) pozwala na ocene btedu generalizacji -
przydatny przy okreSlaniu punktu zatrzymania treningu

J/n

test

epochs

Duda, Hart, Pattern Recognition
1 2 3 4 5 6 7 8 9 1011
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Rozmiar sieci

0.30

0.25

0.20

0.15

e
."“\1_,__.__

—® train

total-number-fl
of-weights

g 13 17 21 25 29 33 37

Mgy

e ilos¢ wag okresla ilos¢ stopni swobody - nie powinna
przekraczac liczby przypadkéw uczacych (np. n/10)

e za duzo wag - model uczy sie na pamie¢ (przeuczenie)

e za mato wag - model zbyt prosty (niedouczony)
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Rozmiar warstwy ukrytej

Zdolnos$¢ uogdlniania w problemie aproksymacji

~1 -08-06-04-02 0 02 g9 06 08 1

-0,21
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Rozmiar warstwy ukrytej

Zdolnos¢ uogdlniania w problemie klasyfikacji

3 hidden neurons 6 hidden neurons 20 hidden neurons
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validation

average error

Training

average error

validation

training

average error

_— valdation

traning

number of training epochs

number of training epochs

number of training epochs.

e niedouczenie - btad treningowy i walidacyjny pozostaja duze

e przeuczenie - btad walidacyjny rosnie a btad treningowy

maleje

Rys: Riedmiller, Machine Learning
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Regularyzacja

Regularyzacja to metody, ktérych celem jest poprawienie
generalizacji

e dobor wielkosci (liczby neuronéw) modelu, preferowane
najprostsze rozwiazania (brzytwa Ockhama)

z posréd wielu modeli wybierz ten o najmniejszym btedzie
walidacyjnym i najmniejszej liczbie parametréw (neuronéw)
metody konstrukcyjne (rosnace) - zacznij od najprostszego
modelu | zwiekszaj jego ztozono$¢ w kolejnych iteracjach
pruning - usuwanie nadmiarowych potaczen lub neuronéw z
wytrenowanej sieci

sieci ontogeniczne (rozrastajace sie i kurczace sie)

e mate wartosci wag sa preferowane

wagi zerowe oznaczaja brak potaczenia
neurony sigmoidalne z matymi wagami sa w przyblizeniu
liniowe
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Regularyzacja

e modyfikacje funkcji kosztu wymuszajgce odpowiednig
strukture sieci, np. wymuszajace minimalizacje wartosci wag

E(w) = E(w) + \Q(w)
gdzie A > 0 steruje wielkoscig regularyzacji

e wczesne zatrzymanie treningu, zanim btad walidacyjny
wzrosnie

e zwiekszenie liczby danych lub przetransformowanie cech do
.przyjemniejszej” postaci

e dodanie szumu do wag lub danych treningowych
e selekcja cech - wypdr tylko istotych cech do czuenia

e usSrednianie wynikéw z wielu modeli, boosting, baging
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Trening | walidacja

e uczenie sieci minimalizuje btad treningowy a nie btad
generalizacji

e zbior walidacyjny pozwala oszacowac btad generalizacji w
trakcie treningu

e zbidr testowy - uzywany wytacznie do ewalucaji nauczonego
modelu

e kroswalidacja - metoda pozwalajaca na oszacowanie btedu
generaliazcji i wariancji modelu poprzez powtaraznie treningu
i ewaluacji na kolejnych podziatach zbioru uczaceg

e k krotna kroswalidacja - dzieli zbiér na k czesci, gdzie k — 1
jest uzywanych do treningu a reszta do testu

e wyznaczamy Sredni btad z k treningéw

e kroswalidacja leave-one-out - gdy N rézne liczbie wektoréw
uczacych
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Wczesne zatrzymanie

minimal
validation error

validation

average error

training

T

‘ number of training epochs
early stopping
stop training at this point

e przerwij trening, gdy btad walidacyjny zacznie rosnag¢, czesto
wystarczy tylko kilka iteracji

e zapamietaj model o najmniejszym btedzie walidacyjnym

e wymaga wydzielenia czesci zbioru treningowego, wiec

zmniegjszenie liczby prébek uczacych

Rys: Riedmiller, Machine Learning
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Dobér liczby neurondéw

Probabilistyczne oszacowanie btedu generalizacji sieci MLP
klasyfikujacej

Ec(w) < ET(w) +¢ (g ET>

gdzie

N - liczba wzorcéw uczacych,

D - miara ztozonosci Vapnika-Chervonenkisa (VC dimension)
€ - przedziat ufnosci maleje ze wzrostem %

Przeuczenie moze zajs¢ gdy D > N
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Wymiar VC

Wymiar VC klasyfikatora to najwieksza liczba punktow, ktéra
klasyfikator jest w stanie rozbi¢, tj. podzieli¢ przy dowolnej
kombinacji etykiet (2N mozliwosci)

3 punkty rozbijane 4 punkty nierozbijalne

Dla perceptronu D = 3
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Wymiar VC dla MLP
Dla sieci MLP

N
2 [Qﬂ d < D < 2Ny (1 + log Ny)
Np, - iloS¢ neurondw ukrytych

d - ilos¢ cech (wymiar przestrzeni wejsciowe))
N,, - liczba wag

N, - liczba wszystkich neuronéw

e w praktyce D =~ N,

e liczba prébek powinna byc¢ kilkukrotnie (np. 10 razy) wieksza
od wymiaru VC
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Regularyzacja L,
Regularyzacja L, (weight decay, regularyzacja Tichonova) -
czynnik regularyzacyjny dazacy do zmniejszenia wartosci wag

N 1
E(w) = E(w) + 5 > owp
i

gdzie A > 0 decyduje o sile regularyzacji

Zmniejszone s wszystkie wagi w trakcie uczenia

W,‘j = (1 — >\’I’])WU

Mozliwe modyfikacje:
e wagi, ktére zmalaty ponizej pewnego progu moga by¢
usuniete
e usuwamy neurony dla ktérych > |w;| jest bliskie zeru
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Regularyzacja

A =0.001 A=0.01

Rys: http://cs231n.github.io/neural-networks-1/
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Zmodyfikowany czton kary:

Minimalizacja E powoduje:
e zmniejszenie wartosci wag wj;

e eliminacje neurondéw dla ktérych ), |wj| jest bliskie zera

Regularyzowana zmiana wag zalezna jest od wartosci w;;

1+2ZW,-J2-

k2
2
(1 s W,a>
k

Dla neuronéw z duzym ), |wik| czynnik regularyzacyjny zanika

WU: 1—>\?']

wij
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Regularyzacja L,
E(w) = E(w)+ 1) |wl
ij

VE(w) = VE(wW) + Asgnw

regularyzacja wptywa na gradient ze stata wartoscia (zalezy tylko
od znaku wj)

W wj—An dla w; >0
/ wi +An dla w; <0

Regularyzacja L1 daje rzadsze rozwigzanie od L,
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Metody wrazliwosciowe redukcji sieci

Eliminacja wag na podstawie jej wptywu na wartos¢ btedu

Wagi o matej wartosci |w;| sa mniej istotne od duzych wag

wrazliwos$¢ potaczenia

Sj=E — E(w; =0)

e potaczenia o najmniejszej wrazliowsci usuwa sie po czym sie¢
jest douczana

e usuwamy neuron dla ktérego wszystkie dochodzace (lub
wychodzace) potaczenia s3 wyzerowane
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Optimal Brain Damage (LeCun)

Zatozenie: hesjan H jest diagonalnie dominujacy, wiec
uwzgledniamy tylko sktadowg diagonalna.

Z rozwiniecia w szereg Tylora i przyjmujac AE = 0 (punkt
zbieznosci, sie¢ wytrenowana)

1, - 1 )
AE:2mNHAw:2Z:mAm

Miara waznosci wagi

_10%E ,

5= 5w

Wagi o najmnigjszym S; moga by¢ usuniete z wytrenowanej sieci.
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Optimal brain Damage

1. Wytrenuj sie¢ dowolnym algorytmem uczenia

2. Wyznacz diagonalne elementy hesjanu oraz wartosci
wrazliwosci S;

3. Posortuj wagi zgodnie z rosnagcymi wartosciami S; i obetnij
te o najmniejszych wartosciach.

4. Wr6¢ do punktu 1
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Redukcja neuronéw o matej aktywnosci

e Neurony o niewielkiej aktywnosci (ktorych sygnat wyjsciowy
nie zmienia sie dla zbioru treningowego) mozna usunac bez
szkody dla generalizacji

e duza aktywnoS¢ neuronu Swiadczy o jego przydatnosci
e modyfikacja funkcji kosztu (Y. Chaurin)

k n
E=E+X) > e(nd)

i=1 j=1
gdzie Aj; oznacza zmiane sygnatu wyjsciowego i-tego
neuronu dla j-tego wektora treningowego
e przyktadowy czynnik korelacyjny
o 1
T 1L A2
1+ Aij
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Architektury konstruktywne (rozrastajace sie)

automatycznie dobieraja ztozonos¢ modelu do ztozonosci
problemu

od prostych do ztozonych modeli, strategia zachtanna

przedwczesne przerwanie uczenia nie musi by¢ katastrofa

(zazwyczaj) niski koszt obliczeniowy, np. w kazdym cyklu
douczamy tylko dodatkowy neuron, reszta potgczen jest
~Zzamrozona”

mozliwo$¢ budowania sieci o réznorodnych funkcjach
aktywacji

Sieci Neronowe
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Algorytm wiezowy

1. dodaj neuron tworzac nowa
warstwe

2. trenuj do uzyskania zbieznosci
3. zamroz wagi

4. wré¢ do punktu 1

/biega sie po skonczonej liczbie krokéw dla wypuktych danych.

Kazda warstw usuwa przynajmniej jeden btad, ale generalizacja
moze by¢ kiepska.
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Algorytm piramidalny

Uczenie - podobnie jak w
algorytmie wiezowym.

Kazdy neuron posiada wejscie do
wszystkich poprzednich warstw.

Sieci Neronowe
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Korelacja kaskadowa (Fahlman i Labiere, 1989)

Sie€ rozrastajaca sie:
e zaczynamy od treningu sieci bez warstwy ukrytej

e w kolejnych krokach dodawany jest neuron do warstwy
ukrytej, wejscia neuronu potgczone sg ze wszystkimi
wejsciami sieci i wyjsciami poprzednio dodanych neuronéw
ukrytych

e wagi neuronu dobierane sa w procesie maksymalizacji
korelacji nowego neuronu k z btedem wykazywanym przez
neurony wyjsciowe

M N
€= 32|32 (06) =) (s = (x)) = (75 = F(x))|

gdzie N - liczba wzorcéw, M - liczba wyjsS¢ sieci
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Korelacja kaskadowa

Cutputs
Initial State /] 2
No Hidden Units
Tnputs
+1
Outputs
7] I;I;]
Add
Hidden Unit 1
7
Tnputs
+1
Outputs
Add
Hidden Unit 2 S
S
o
Inputs. §
bl

+1
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Kaskadowa korelacja

e wagi kandydata maksymalizujace korelacje sa ,,zamrazane” -
douczaniu podlegaja wytacznie wagi wyjsciowe sieci

e jesli wyjscia neuronu kandydata s3 skorelowane dodatnio z
btedem to w wyniku treningu wyksztatci wagi, ktére maja
szanse zniwelowac ten btad

e w kazdym kroku rozpatruje sie zbiér kandydatéw (od 5 do
10), moga posiadac rézne funkcje aktywacji (sigmoidalna,
gaussowaka, itp.),

e kandydaci trenowani sg réwnolegle konkurujac ze sobg,
wybiera sie najlepszego (o najwiekszej korelacji)
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Flex net (Mohraz, Protzel 1996)

Qg

1. startuj bez warstwy ukrytej

2. dodaj kandydatéw i trenuj sieci niezaleznie
Kandydaci moga pojawi¢ sie w istniejacych warstwach lub
tworzy¢ nowe warstwy

3. z posréd kandydatéw wybierz te, ktére najlepiej poprawity
wynik

4. wro€ do punktu 2 az do uzyskania zadowalajacych rezultatow
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Klasyfikator czastkowy

NiechQTUQ  CcX A QtTNQ =0

Klasyfikator czastkowy f,

daje odpowiedz +1 dla co najmnigj
jednego obiektu ze zbioru QT oraz
odpowiedz —1 dla wszystkich elementow
ze zbioru Q~

Niech R = {(x, yi) : fe(x;) = +1} C QF

Dla funkgji logicznych (wejscia binarne) zawsze istnieje
klasyfikator czastkowy w postaci perceptronu
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Ogodlna konstruktywistyczna metoda sekwencyjna
General Sequential Constructive Method (GSCM, Musseli, 1998)

Algorytm 4 GSCM problem dwuklasowy

Input: Zbiér treningowy D
Output: Sie¢ jednowarstwowa
1: h«<0 > pusta warstwa ukryta
2: while zbiér D zawiera przypadki z przeciwnych klas do
3: h<—h+1
: wybierz etykiete d, = {—1, +1}
wytrenuj klasyfikator czastkowy fj, dla klasy dj
D+ D\ Ry
. Utworz wynikowa sie¢ zawierajaca klasyfikatory czast-
kowe w warstwie ukrytej

4
5:
6:
7

Przyktadowe wagi potaczen do warstwy wyjsciowej
h

=Y u+dui,  y=d2™ dla j=1,...h
j=1
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Przyktady algorytmow

Realizacja klasyfikatora czastkowego za pomoca perceptronu:

Algorytm nieregularnego podziatu (Irregular Partitioning IPA,
Marchand, Golea, 1993)

1. startuje z pustego zbioru odseparowanych R = ()

2. dla kolejnych wektorow x € Q* \ R
trenuje perceptron w poszukiwaniu hiperptaszczyzny
oddzielajacej {x} UR od Q™
jezeli istnieje separacja to R + R U {x}

3. zwrd¢ ostatnio uzyskany perceptron

Sieci Neronowe 153



Przyktady algorytmow

Realizacja klasyfikatora czastkowego za pomoca perceptronu:

Algorytm zamiany etykiet (Target Switch TSA, Campbell,
Vicente, 1995)
1. wytrenuj perceptron dowolng metoda
2. jezeli istniegje x € Q7, ktdry jest Zle klasyfikowany to znajdz
najdalej oddalony od ptaszczyzny decyzyjnej, btednie
klasyfikowany wektor z QT i zmien jego etykiete (przenies do
Q)
3. powtarzaj az do uzyskania perceptronu realizujgcego
klasyfikator czastkowy
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Algorytmy rozrastajace sie - podsumowanie

e problem z przeuczeniem, kiedy zaprzesta¢ rozrost? Za duza

sie€ mozna przyciagc

e koszt obliczen zalezy od czasu uczenia pojedynczego KC

e ztozone struktury danych moga nie zosta¢ wykryte przez
dodanie pojedynczego neuronu, zachtanna strategia nie
zawsze jest najlepsza

e algorytmy rosnace nie gwarantuja najprostszych sieci

e niektore tworzg specyficzne architektury

e sieci ontogeniczne - rosng i kurcza sie w trakcie treningu

— wyszukiwanie najlepszej architektury, stosuje sie np. alg.
genetyczne, ewolucyjne
— zazwyczaj wymagajace obliczeniowe
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Rozmiar zbioru treningowego

wieksza liczba danych zmniejsza ryzyko przeuczenia

,there's is no data like more data”

dodanie szumu do danych uodparnia sie¢ na drobne zmiany
W przestrzeni wejsciowej
e sztuczne zwielokrotnianie danych, czesto stosowane z
dobrymi rezultatami
— w klasyfikacji obrazéw: zmiany kontrastéw i nasycenia barw,
przesuniecia, obroty, itp.
— w analizie mowy: pogtos, szum otoczenia, zmiana gtosnosci,
przyspieszenie i zwolnienie mowy, itp..
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Selekcja 1 ekstrakcja cech

e dane treningowe czesto zawieraja cechy, ktdére nie wnosza
wiele w treningu modelu I moga wptywaé negatywnie na
trening

e selekcja cech usuwa nieistotne zmienne zmniejszajac rozmiar
zbioru treningowego

e dodanie cech, ktére niosa wartosciowa informacje poprawia
generalizacje

e istnieje wiele metod, najczesciej dobierane s3 do specyfiki
problemu

e niezbalansowane klasy - czesty problem w klasyfikacji
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RBF Radial Basis Functions

Siecl neuronowe z radialnymi
funkcjami bazowymi



Radial Basis Function Network

RBF
Neurons

Input Vector
Cat.1
~——__ Weights
// e

W is the prototype to
compare against

Rys: Chris McCormick, Radial Basis Function Network (RBFN) Tutorial
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Sie¢ RBF

Funkcja realizowana przez sie¢ RBF z jednym wyjsciem:

K
Fx) =Y wip(lx —cill) + wo

i=1
gdzie K - liczba funkcji bazowych z centrami w c¢;

e jedna warstwa ukryta, neurony z radialnymi funkcjami

e funkcja bazowa (radialna) ¢ okresla podobienstwo przypadku
(prototypy)

e wagi potgczen neurondw ukrytych okreslajg centrum c;
funkcji radialnej

e wyjscia liniowe - wazona suma pobudzen neurondéw
radialnych

Sieci Neronowe 160



Funkcje radialne

e funkcje radialne mapuja relacje lokalne, gdzie perceptrony
(np. neurony sigmoidalne) mapuja relacje globalne

a) h o
0 0 0 o0 @
[ A A . — O
+ + + o

e argumentem funkcji radialnej jest odlegtos¢ od pewnego
centrum (od prototypu) ||x — c||. Zazwyczaj stosuje sie
metryke euklidesows.

e funkgcja radialna ¢(||x — c||) zanika w obszarach dalekich od
centrum c

e Przyktad: funkcja Gaussa

2

o(x)=e =

e wspoétczynnik dyspersji.o duje o zasiegu funkcji bazowgj
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Przyktady funkcji radialnych

Niech r = ||x — cjl|
h(r)=r liniowa
h(r) = e (5 gaussowska

h(r) = (o +r?P, 1>pB>0 multiquadratic (wielokwadratowa)

h(r)=(c?+r?)"% a>0 inverse multiquadratic
h(r) = (cr?)In(or) thin-plate spline (cienkiej ptytki)
h(r) =02 +r? wielomianowa
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Funkcja liniowa wspdtrzednej radialnej

hi(r) = r = lix = ¢l
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Funkcje wielokwadratowe
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Funkcja cienkiej ptytki

h(r) = (ar2) In(or)

¥ 10 -1
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Funkcja Gaussa

Najczesciej uzywana wa roli funkcji bazowej RBF
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Funkcja Gaussa | z petng macierza rozmycia

(x—x;) T (x—x1)

h(r) —e 202 = e_%

Funkcja Gaussa wielu zmiennych

Macierz X okresla rozmycia i rotacje funkgji

Sieci Neronowe
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Uczenie RBF jako problem aproksymacji

Dla N punktéw x;, y; znajdz funkcje spetniajaca

funkcja RBF
K
=> wio(lx—xl)
i=1

funkcja btedu MSE

N
E = E: i — (%))
=1
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RBF z jedng warstwg ukryta i linowym wyjsciem jest
uniwersalnym aproksymatorem

Analysis of mixture of peaks by muliple regression

0 100 200 300 400 500 600 700 00 SO0 1000
Colored bands are the true and measured components

Rys: https://terpconnect. umd. edu/ “toh/spectrum/CurveFittingB. html
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Rozwigzanie RBF

Dla K = N, funkcje bazowe o ustalonych centrach w punktach
treningowych xj = ¢;

hi1 hio -+ hn w1 3%
ho1 hoo -+ hon wal | )2
hnvi hno -+ hnwn 77 YN

hij = o(lIxi — %l
Hw =y

dla x1 # xo # ... # xy macierz H jest nieosobliwa i dodatnio
okreslona, wiec istnieje

w=H"1y
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RBF jako problem aproksymacji

e dla radialnych f. bazowych macierz interpolacji H dodatnio
okreslona (Light 1992)

e dla waskich f. Gaussowskich istnieje idealne rozwiazanie, ale
zta generalizacja
w=y
e problem Zle okreSlony, przewymiarowanie,
e hiperptaszczyzna interpolacji nie jest gtadka

e wieksze dyspersje o i mniej funkgji (K < N)
— lepsza generalizacja
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Aproksymacja RBF

Dla ustalonych ¢; oraz g; gdy K < N

hiir hio -+ Mk w1 %1
ho1 hoo -+ hok wa | [ e
hnvi hno - hyk Wk YK

hij = @(lIxi — ¢jl)
Hw =y
rozwigzanie uktadu réwnan przez pseudoinwersje
w=HTy, gdzie H* =(HTH)"'HT
W praktyce pseudoinwersje realizuje sie za pomoca

dekompozycji SVD
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Rozwigzanie RBF

w=HT"y
dokonujac rozktadu
Hf =usv’

gdzie U i V s3 ortogonalne o wymiarach N x N oraz K x K
Macierz S o rozmiarach N x K jest pseudodiagonalna, gdzie

S1292>...252>0

Redukujac liczbe kolumn do r naistotniejszych wartosci
1 1 1
~ -7 : -1 _
w~xV.S Uy, gdzie s, _[gs—zs—r]
e dobdr wag w jednym kroku dla ustalonych funkgji radialnych
e macierze V, i U, s3 ortogonalne, wiec problem jest dobrze
uwarunkowany
e gtéwnym problemem jest dobdér centréow i rozmy¢ funkcji ¢
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Interpretacja geometryczna

Jesli prawdziwa aproksymowana funkcja f(x) lezy w przestrzeni
rozpietej przez wektory bazowe ®(x) to mozliwe jest rozwiazanie
bez btedu, w przeciwnym razie aproksymowana jest projekcja
ortogonalna (btad jest ortogonalny do p-ni bazowej).

7A‘(x; w) = Z wipi(x)

Case & Case B
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Rozwiazanie z reqularyzacja

Minimalizacja funkcji btedu z cztonem regularyzacyjnym

E=>(vi—f(x)) +|Pf|*

N
=1

i
gdzie operator P wymusza np. gtadkos¢ funkcji aproksymujace;j

LN
R

02 Fy(x)
Ox;0x;
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Whptyw regularyzacji

05 !
0' s.\‘ \\\\R“\t Q‘
" . Ak,

:WI m ‘ ‘m\\\
,_W‘ i t‘l‘ |

J;_&';

Nadmiarowa liczba funkcji bazowych o matej dyspersji bez

regularyzacji i po regularyzacji (Ossowski 1996)
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Separacja w wielowymiarowej przestrzeni

Twierdzenie (Cover 1965):

Jesli przeksztatci¢ wzorce X = {x;},i =1, ..., N, nieliniowa
funkcja na wektory ®(x;) = [p1(x;), w2(x). . .., ok(x;)]" gdzie
K > N to rosnie prawdopodobienstwo liniowej separaciji, tj.
istnieje ptaszczyzna

WT(D(X,') >0 dla x;€Cq
WTCD(X,') <0 dla x;€Cy

granica decyzyjna zdefiniowana jest réwnaniem
w'd(x) =0
Przy dostatecznie duzej wymiarowosci przestrzeni do ktorej

rzutujemy wzorce prawdopodobienstwo separowalnosci liniowe]
rosnie do 1.
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Przyktd: 2 klasy

ok S . Qe
. o (eny
L SO T {32
05 PR R T
. R L L)
;gx RS ><><
1+ K ‘ftq'\ 3 '
2 X
i o
15 >;<< ey
X
54 {
_2 1 L 1 1 1 L 1
-2 -1.5 -1 0.5 0 0.5 1 1.5 2
Rys: Chris McCormick, Radial Basis Function Network (RBFN) Tutorial
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Przyktd: 2 klasy

Wartosci dla klasy 1, najczesciej wagi powigzane z funkcjami

radialnymi dla klasy 1 maja wartosci dodanie a dla klasy 2 -

ujemne

2

Rys: Chris McCormigk, Radial1Basis Function Netwddo (RBFN)Tutorial 0.5 1 1.5

(S}
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Przyktd: 2 klasy

Granica decyzyjna

Rys: Chris McCormick, Radial Basis Function Network (RBFN) Tutorial
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Sie¢ RBF

e jedna warstwa ukryta z radialnymi finkcjami + wyjsca liniowe

e parametry: wagi w, centra c;, dyspersja o; (lub petna
macierz ¥), liczba funkgji radialnych K

RBF
Neurons
Input Vector Weighted
i Sums
H \ * _ Category1
\ 5 " score
3 :
/ ) . Categoryc
Score
[ ] Cat.c
Weights
Hie

wis the prototypeto
compare against

Rys: Chris McCormick, Radial Basis Function Network (RBFN) Tutorial
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Sie¢ RBF

e Siec GRBF (Generalized RBF) gdy K < N liczba funkcji
radialnych jest mniejsza niz liczba wzorcéw 1

— liczba funkgji bazowych kluczowa, powinna by¢ mniejsza od
liczby wzorcow
e Siec HRBF (Hyper RBF) uzywa normy wazone; Hx||é z
petna macierza obrotéw i skalowania Q
2

Q= x-¢)'QTQ((x—¢)

HX—C,‘

posiada o wiele wiecej parametrow do uczenia ale zwykle
wymaga mniejszej liczby funkcji bazowych.

Sieci Neronowe 182



Dobér liczby parametréow sieci RBF

Blad klasyfikaci

0 40 60 80 00 120 140 160 180 00
Liczba neurondw ukrytych

HRBF uzyskuje podobna poprawnos¢ do RBF przy mniejsze]
licznie neurondw

Ossowski, Sieci Neuronowe
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Trening RBF

e Parametry nieliniowe funkcji transferu: centra, dyspersje; +
wagi.
e Trening 2 etapowy:
— najpierw ustawienie funkgcji bazowych
— potem rozwigzanie ukfadu réwnar (pseudoinwersja)
e Mozliwe jednoczesne uczenie centrow, dyspersji i wag, np.
za pomoca metod gradientowych (wsteczna propagacja)
e |nicjalizacja poczatkowych centréw: losowa, klasteryzacja,
samoorganizacja, probabilistyczna
e Inicjalizacja dyspersji: wartos¢ stata, zalezna od gestosci
danych w réznych rejonach, srednie odlegtosci od wektoréow
z innych klas
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Ustalenie centrow

e losowe réwnomierne pokrycie przestrzeni wejéciowej - moze
nie oddawac specyfiki problemu

e w problemie aproksymacji ustawiamy centra w miejscach
minimum i maksimum a nastepnie usuwamy wzorce z
otoczenia tych centréw a reszte rozmieszczemy
réwnomiernie wéréd pozostatych wzorcéw

e w poblizu granic decyzyjnych (bliskie przypadki z réznych
klas) lub w centrach skupisk wektoréw z danej klasy

e losowy wybodr sposrod wzorcéw treningowych - prosta ale
skuteczna metoda

e douczanie pozycji centrow metodami nadzorowanymi lub
nienadzorowanymi: klasteryzacja, samoorganicazcja, LVQ, ...
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Ustalenie dyspersji

e wymagane gtadkie odwzorowanie, rozmycie petni role
regularyzacji

e pola recepcyjne wszystkich funkcji bazowych powinny
pokrywac caty obszar danych wejSciowych

e pola recepcyjne powinny nakrywac sie w niewielkim stopniu

e rozmycie o jednakowe dla wszystkich funkcji np.
(Haykin, 1994):
d

V2K

gdzie K ilos¢ funkcji bazowych, d maksymalna odlegtos¢

pomiedzy centrami.

Przyktadowa funkcja gaussowaka

g =

_ Klx=¢l?
o(lx—cil)=e @

e rozmycie réwne srednleJ odleg’roso od sasiadujacych centrow
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Ustawienie dyspersji

e 0; dla kazdej funkgcji radialnej rowne odlegtosci euklidesowe;j
od najblizszego sasiedniego centrum klastra (Tarasenko,
1994)

e uwzgledniajac odlegtos¢ od P najblizszych sasiadow (gdzie
zwykle P < 3) (Moody, 1989)

L P
o = P.Zl llci — ckll?
=
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Incjalizacja RBF: klasteryzacja

Zastosuj algorytm klasteryzacji (analizy skupien) i przypisz centra
funkgji radialnych centrom klastréw. Np. algorytm k-Srednich,

dendrogramy, taczenie histograméw
Metoda dendrograméw:

1. przypisz kazdy x; do odrepnego klastra

2. pofacz najblizsza pare x; | X; w jeden
klaster

3. powtarzaj 2 dopdki nie uzyska sie
zadowalajacej liczby klastrow lub
najmniejsza odlegtos¢ miedzy klastrami
przekroczy ustalony poziom

Sieci Neronowe
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Incjalizacja RBF: klasteryzacja

Algorytm inicjalizacji centrow przez klasteryzacje (k-srednich),
rozmieszcza centra w centrach skupisk:

1.

Rozmies¢ k centréow réwnomiernie lub losowo ze zbioru
treningowego

Dla centrum c¢; znajdz zbiér wszystkich punktéw z lezacych
najblizej tego centrum

Aktualizauj potozenie centrum c; jako $rednig dla punktow
znalezionego zbioru

C,'(k + 1) = — 7j(k)

Powtarzaj dwa ostatnie kroki az do zbieznosci
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Inicjalizacja RBF: samoorganizacja

Algorytm inicjalizacji centréow przez samoorganizacje (metoda
on-line k-$rednich):

1. Wybierz losowo k centréw skupisk

2. Dla kazdego x ze zbioru treningowego, znajdz najblizsze
centrum c;

3. Zmien potozenie centrum ¢; zwycigzcy
C,‘(k + 1) = C,‘(k) + ’)’]k(X — C,(k))

4. Powtarzaj dla kolejnych x az do uzyskania zbieznosci

Stata uczenia 1 zanika w miare wzrostu k, np:

gdzie T - stata liczba epok
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Diagram Voronoi

W drodze samoorganizacji przestrzen dzielona jest na obszary
Voronoi z centrum funkgji radialnej w kazdej komérce

definiujgcymi teselacje

Sieci Neronowe
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Uczenie - obroty | rozmycia

e Petna macierz transformacji Q dla duzej liczby cech posiada
za duzo parametréow

e Obroty funkcji zlokalizowanych s3 przydatne, wiec wystarczy
Qii # 01 Qji+1 # 0, ktdra realizuje dowolne obroty

e |Inna metoda: iloczyn funkgji radialnej z bicentralna
©(x) - (o(wx + wp) — o(wx + wp))

e Uproszczenie: kat obrotu ustalony po inicjaliacji polozen
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Trening RBF: metoda probabilistyczna

Zat: rozktad réwnomierny danych w zbiorze treningowycm,
diagonalne dyspersje X

~Lx-e)TE M x—c)

pi(x) = ez
Centra oraz rozmycia optymalizawane s3 rownoczesnie

ci(k) + nk(xpi(x) — ci(k))
(1 —mk) + newi(x)

C,'(k + 1) =

(k) + ik (0i(x)Ix — ci(K)II? — Zi(k))
(1 — k) + nkwi(x)

Z,‘(k + 1) =

Wspdtczynnik uczenia maleje w czasie 1, = "—/f
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Uczenie metodami gradientowymi

Minimalizacja funkgcji btedu

N N K 2
E=) (vi—- Z( = wiepi( |X/—Ck||)>

=1 i=1 k=0

Aws =02 = —nly — F()(lx — )

E P
Ag = —not = n(y — fGowe = %)
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Konstruktywny RBF

GAL (Growing and Learning)

GrRBF (Growing Radial Basis Function)

FEN (Function Estimation Networks)

RAN (Resource Allocation Networks)
Klasyfikatory Gaussowskie, sieci probabilistyczne ...
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Growing RBF

If yys and gis
do not match well

Update the weights
(Supervised Learning)

Splitting criterion
(Feedback/Purity)

Update the prototypes
(Supervised/Unsupervised)

A prototype v

Construct a simple RBF network

using a small number of prototypes

Nicolaos, Growing Radial Basis Neural Networks: MergingSupervised and Unsupervised Learningwith Network

Growth Techniques, 1997
Sieci Neronowe



Supervised Growing Cell Structures (Fritzke)

1. Zainicjuj mata sie¢ RBF
2. Whytrenuj sie¢ dowolna metoda
3. Wstaw nowa funkcje radialng w punkcie o najwiekszym
btedzie
1
Cpew = i(cm - Cn)
gdzie ¢, centrum odpowiadajace najwiekszemu btedowi, ¢, -
najblizsze centrum wzgledem ¢,

4. Powtarzaj dopéki btad nie zmaleje do pozadanej wartosci
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Resorce-Allocating Network (RAN)

e RAN (Pratt, 1991) algorytm rozrostu sieci RBF
e Startuje od pustej warstwy ukrytej i dla danego wektora x;
dodawany jest nowy neuron jezeli spetnione sg kryteria
»odkrywczosci”
Ixe —€ill = €(t)
le(®)ll = llye — F(xe)ll > emin
gdzie c¢; to centrum najblizsze x;
e Wrtosc¢ progu €(t) maleje z kazdym krokiem

e(t) = max{emaxe_%, €min }

e zaktadajac, ze w kroku t — 1 istnieje k neurondéw, wéwczas
nowy neuron dodawnay jest z parametrami

Cht1 = X, Wit1, = (1), o1 = al[x; — ¢
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Porownanie MLP vs RBF

MLP

RBF

nielokalne relacje, wymagaja do-
uczania

jeden rodzaj parametréw (wagi)

trudna inicjalizacja

trudna interpretacja
uczenie tylko pod nadzorem
zawsze wie

BP dos¢ skomplikowane dla
wielu warstw

granica decyzji perceptronu: hi-
perptaszczyzna

aktywacja: wazona suma sygna-

tow w ' x

lokalne efekty, stabilnos¢, nie-
wrazliwo$¢ na odstajace przy-
padki

kilka rodzajow parametréw:
wagi, centra, rozmycia

tatwa inicjalizacja

tatwa interpretacja (prototypy)
mozliwe uczenie bez nadzoru
czasami nie wie (przypadki w
obszarach nie objetych polami
recepcyjnymi)

uczenie fatwe bo 1 warstwa

granica decyzyjna funkgji radial-
nej: hipersfera

odlegtos¢ od centrum funkgcji
bazowej ||x — X||
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SOM Self Orgnizing Map

Samoorganizacja | uczenie
konkurencyjne



Uczenie nadzorowane | nienadzorowane

Uczenie nadzorowane:
e sygnat wejsciowy x; posiada oczekiwang odpowiedzZ y
e trening dazy do minimalizacji btedu pomiedzy odpowiedzig
sieci a wartoscig oczekiwang
e klasyfikacja, aproksymacja, ...
Uczenie nienadzorowane:
e modelowanie danych x; (brak sygnatu zwrotnego y;)

e samoorganizacja - prowadzacy do uporzadkowania sieci
poprzez lokalne, niezalezne oddziatywania

Mechanizmy samoorganizacji
e oparte o regute asocjacji Hebba, metody korelacyjne

e oparte o mechanizm konkurencji - reguta Kohonena
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Aspekty samoorganizacji

e trening dostosowuje wagi neuronéw (a przez to ich
aktywacje) do aktywnosci sygnatéw uczacych

e pewne grupy neuronéw reaguja na podobne wzorce

o wieksze sygnaty -> wieksze wagi -> wieksze aktywacje ->
wieksze réznice pomiedzy grupami neurondéw reagujacych na
odmienne bodzce

e nadmiarowos¢ danych (redundancja) - wielokrotne

powtarzanie podobnych wzorcéw jest niezbedne w
samoorganizacji
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Samoorganizacja i uczenie nienadzorowane

Samoorganizujace sie sieci neuronowe

wykrywanie istotnych cech w sygnale, podobienstw i réznic
modelowanie rozktadu danych

analiza skupien (klasteryzacja) - grupowanie wektoréw
podobnych

analiza sktadowych gtéwnych, redukcja wymiarowosci do
najistotniejszych cech

prototypy - wykrycie typowego reprezentanta pewnej grupy
wektorow

wektorowa kwantyzacja, kodowanie, kompresja - opisanie
zbioru danych mniejsza liczba wektoréw kodujacych
(prototypow)

mapy cech - organizacja danych w niskowymiarowych
przestrzeniach (1D, 3D, 3D) przy zachowaniu porzadku
topologicznego
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Uczenie konkurencyjne

e Uczenie konkurencyjne (competitive learning) - w trakcie
uczenia neurony konkuruja ze sobg o prawo do reprezentacji
danych wejsciowych

e Zwyciezca bierze wszystko WTA (winner takes all) nazywane
réwniez Hard Competitive Learning, tylko sygnat neuronu
najbardziej pobudzonego (zwyciezcy) jest brany pod uwage

e Zwyciezca bierze wiekszos¢ WTM (winner take most) -
tagodniejsza forma biorgca pod uwage neurony o stabszym
pobudzeniu, w pewnym otoczeniu h(r;, r)

e Zwykle zaktadamy unormowanie wektoréw wag w lub
sygnatu wejsciowego X
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Neuron zwyciezca k o najwiekszym pobudzeniu

w/ x> w; x, J=1...,N

Dla znormalizowanych wektoréw w; oraz x

. w

W= ——

[[wll

neuron zwyciezca Wy, ma najmniejszg odlegto$¢ do x
I — w|* = [Ix]|* + [lw[|* — 2w " x

min [|x — w| = maxw " x

stad neuron zwyciezca

k = argmin||w; — x|| =
J
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Miary podobienstwa

e odlegtos¢ Euklidesowa L,

d
d(x,w;j) = Z (xk — ij)2

e odlegtos¢ Manhatan L1

e iloczyn skalarny (odlegtos¢ katowa)

d(x,wj) =1 —w/x=1—x||[|w]| cos(x, w))
e norma Ly
d(x, wj) = max |1 — wc]
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Odlegtos¢ Minkowskiego
Uogédlniona funkcja odlegtosci

K
d(x,y) = (Z (k= yx)”

k=1

e p =1 odlegtos¢ Manhatan
e p = 2 odlegtos¢ euklidesowa

Jednostkowy okreg w przestrzeni R?

)1

P

++++4

Rys: W/k/ped/a ”dﬁg

—U70 =1 =

Sieci Neronowe
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Voronoi | Delaunay

granice decyzji Triangulacja

Punkty danych
Y Y Voronoia Delauny

Neurony dziela przestrzen cech na rozdzielne obszary (obszary
Voronoi), w danym obszarze tylko jeden neuron zwycieza
konkurencje

e /bidr Voronoia - zbiér wektoréw wewnatrz obszaru Voronoia.

e t3czac neurony, ktérych obszary Voronoia majg wspdlng
krawedzZ otrzymujemy Stiercgl‘ggnlgvlvgcje Delaunaya.



Strefy wptywdw

g

Rys: M. Czokéw, J. Piersa, Wstep do sieci neuronowych
Sieci Neronowe




Kwantowanie wektorowe

o Kwantowanie wektorowe - zakodowanie danych za pomoca
wektoréw prototypowych. Pojedynczy prototyp reprezentuje
grupe wektoréw wejsciowych

e Ksiega kodéw - zbidr prototypéw kodujacych (ich numery)

e Kompresja danych - liczba prototypdéw jest mniejsza od liczby
wzorcow
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Algorytm kwantowania wektorowego WTA

1. Zainicjuj wagi k neuronéw

2. Dla kazdego wzorca uczacego x znajdZ neuron zwyciezce o
najwiekszej aktywacji

3. Przesun wagi zwycieskiego neuronu w kierunku wektora x
(reguta Kohonena)

w(t +1) = w(t) + n(t)[lx — w(t)]|

4. Powtarzaj 2 i 3 az do uzyskania zbieznosci

Btfad kwantowania wektorowego dla k neuronéw

E(x;w, t) kZHx, wm(

gdzie w,(;y to wagi neuronu zwycigskiego dla sygnatu x;
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Normalizacja wektoréw

e Proces samoorganizacji prowadzi do spdjnego podziatu
przestrzeni cech, gdy wektor w jest znormalizowany (po
kazdej adaptacji poddajemy go normalizacji)

e Gdy wektory x s znoralizowane, wéeczas w; réwniez w
czasie treningu beda stawaty sie automatycznie
znormalizowane

e normalizacja

e |ub poprzez dodanie dodatkowego wejScia xg spetniajgcego

d
ZX/ =1
i=0
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Przyktad: kompresja obrazéw

e obraz o wymiarach Ny x N, dzielimy na réwne ramki o
wymiarach ny x ny,

e wektor x; to wektor ny x n, pikseli (np. odcienie szarosci)

e uczenie samoorganizujace dowolna metoda w celu
minimalizacji btedu kwantyzacji

e podobne ramki pobudzaja ten sam neuron zwycieski

e prezentacja wszystkich ramek x; pozwala ustali¢ kolejnos¢
neuronéw zwycieskich 1,5, 1,30, ..., ich numery tworza
ksiege kodow

e wspoétczynnik kompresji

B Nynyn, T

~ Nlogy n+ nngnyt

r

gdzie N, liczba ramek, n - liczba neurondéw, T liczba bitéw
potrzebna do reprezentacji wartosci x;, t liczba bitéw
potrzebna do reprezentacji wagi w;
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oryginat

/A

VQ 1024 codebook

2" Image Compression with Vector Quantization by Ivan-Assen
Ivanov
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Mapy ekwiprobabilistyczne

e Zasada jednakowego znieksztatcenia: kazdy neuron powinien
mie¢ podobny wktad do kohncowego btedu kwantyzacji
(klasyfikacji).

e przecenia rejony mato prawdopodobnych danych | niedojenia
rejony o duzym prawdopodobienstwie

e przy losowej minimalizacji cze$¢ neurondw moze znalez¢ sie
w obszarach gdzie nie bedzie pobudzen (martwe neurony)

e powstajg neurony bezuzyteczne; jak wykorzystaé cata sie¢?

e mechanizm zmeczenia - neurony z sumieniem (Conscience
Learning) uwzglednia czestos¢ wygrywania poszczegdlnych
neurondw pozwalajac innym wygrywacé konkurencje

e odpowiada chwilowemu zmeczeniu neuronu po wzbudzeniu w
sieciach neuronowych biologicznych
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Mechanizm zmeczenia z potencjatem

Potencjat p; neuronu zmieniany

pi(t) + % dla neuronu zwyciezcy

pi(t) — pmin dla pozostatych

p/(t+1)_{

Neurony dla ktérych pi(t) < pmin nie biora udziatu we
wspdtzawodnictwie

d(X, WC) = min{d(x, WI)} dla  pi > Pmin

dla pmin = 0 nie wystepuje zmeczenie (standardowy algorytm
Kohonena)

e dla pmin = 1 tylko jeden neuron w danej chwili uczestniczy w
uczeniu a reszta odpoczywa

potencjat p; ograniczony do 1

dobre wyniki dla pmin 2005 . o6



Mechanizm zmeczenia z modyfikacja odlegtosci

Efektywna odlegto$¢ zalezna od czestosci zwyciestw N;

A~

d(X, W,‘) = /\/,‘d(X, Wi)

e kara dodawana przy okreslaniu zwyciezcy, czesciej
wygrywajace neurony maja wieksza odlegtos¢ efektywna

e w trakcie aktualizacji wag uzywa sie oryginalnej odlegtosci

e po kilku poczatkowych cyklach, wszystkie neurony miaty juz
szanse wygra¢, mechanizm sie
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Gaz neuronowy (Schulten i Martinez 1991)

1.
2.

Losowa inicjalizacja N neurondéw
W kolejnych krokach t =1,2,3, ..., T wybierz przypadkowy
wektor x
Zréb ranking neuronéw posortowanych wzgledem odlegtosci
od x

Iwj —x|| < [[w; —x[| ;7 <
Adaptacja

Aw; = n/(t)h,'(t) (V — W,‘)

. Zmniejsz eksponencjalnie obszar X i stata uczenia n(t)

gdzie m(i) to miejsce neuronu w rankingu (dla zwyciezcy
m(i) = 0)
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Promien sasiedztwa

Promien sasiedztwa maleje w trakcie uczenia od Ay do pewnej
wartosci Amin
t
A\ T
Ao

e dla A = 0 uczenie WTA

e dla X > 0 aktualizowane s3 wagi wszystkich neuronéw z sita
zalezna od pozycji w rankingu

Wspétczynnik uczenia n(t) zazwyczaj maleje wykladniczo

n(t) = no <nm"”>;

Mo
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Q000

a) 0 signalks b) 100 siznals ) 300 signals d) 1000 signals

olele:

&) 2500 signals £) 10000 signals g) 40000 signals  h) Voronoi regions

Sieci Neronowe
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Growing Cell Structures

Konstruktywny SOM, zblizony do Growning Neural Gas (Fritzkie)
Poczatkowa topologia: k-wymiarowy sympleks (k=1, 2, 3)
Dodaje sie nowe neurony i usuwa stare.

Algorytm SOM, ale bez zmnigjszania sasiedztwa i adaptacji
dokonuje sie tylko dla zwyciezcy i bezposrednich sasiaddw.

1.
2.
3.

Dla danego x znajdz zwyciezce ¢

Popraw wagi zwyciezcy oraz sasiadow: Aw; = ns(x — w;)
Zwieksz licznik czestosci 7. o 1, zmniejsz wszystkie
pozostate o —aT,

Policz zrenormalizowane czestosci f; = ZT"T
j '

Po ustalonej liczbie epok T znajdZ neuron o najwieksze]
czestosci f; | wstaw pomiedzy ten neuron i najdalszego
sasiada nowy neuron tworzac lokalny sympleks; nowy wektor
dla tego neuronu wez z interpolacji uzytej pary.

Sieci Neronowe 221



Trening GCS

) 400 signals

[) 10000 signals

b} 100 signals

a) 0 signals

o) 4000 signals

) 1000 signals
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GCS 2 obszary

7 Sytuacja w 3-wym. przestrzeni
danych - 2 oddzielone skupienia.

e Sie¢ GCS rosnaca w dwdch
<l wymiarach - odpowiednia
et T topologia.
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Mapy czuciowe | motoryczne

SOMATOSENSORY CORTEX

MOTOR CORTEX: HOMUNCULUS
PRECENTRAL GYRUS
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Inspiracje biologiczne SOM

e przetwarzanie réznych danych zmystowych i motorycznych
(wzrok, stuch, dotyk, ...) odbywa sie w réznych obszarach
kory mézgowe]

e neurony o podobnych funkcjach sa obok siebie => mapy
topograficzne

e istnigje topologiczna zaleznos¢ w obliczeniach realizowanych
przez mozg
e Przyktady
— mapy somatosensoryczne uktadu czuciowego,
— mapy motoryczne kory i mézdzku,
— mapy tonotopiczne uktadu stuchowego,
— mapy orientacji dwuocznej uktadu wzrokowego,
— mapy wielomodalne uktadu orientacji (wzgérki czworacze
gorne)
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Modele samoorganiacji

e Samoorganizujaca sie mapa cech - SOM lub SOFM
(Self-Organized Feature Mapping)

e Pofaczenia lokalne (sasiednie neurony): neuron silnie
pobudzany przez pobliskie, stabo przez odlegte, hamowany
przez neurony posrednie

e von der Malsburg i Willshaw (1976) - model ukfadu
wzrokowego

e Amari (1980) - model ciagtej tkanki neuronowe;j
uwzgledniajacy pobudzenie i hamowanie zalezne od odlegtosci

e Kohonen (1981) uproszczony model, bez hamowania, dwie
fazy uczenia: konkurencja i kooperacja.
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Model Willshaw, van der Malsburg (1976)

Samoorganizacja w mapowaniu sygnatu z siatkowki na kore
wzrokowg, transformacja 2D -> 2D , brak redukcji wymiaru,
potaczenia wewnatrzwarstwowe,

excitation

excitatory

\ lateral distance

inhibitory

e aktywacja typu ,,Meksykanskiego kapelusza”
— kooperacja - pobudzenia bliskiego zasiegu
— konkurencja - hamowanie w dalszych regionach
e siatkéwka (wejscie) posiada narzucona organizacje
topologiczna
e wyboér zwycieskiego neuronu w wynikiem dynamiki
neuronalnej Sieci Neronowe
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Sie$s Kohonena

e Kohonen (1981) — najbardziej popularne uproszczenie, stad
SOM czesto utozsamiane z ,siecia Kohonena”
e dwie fazy
— konkurencja - najpierw wybierz globalnego zwyciezce
— kooperacja - uczenie neuronu zwyciezcy oraz neuronéw w
sasiedztwie zwyciezcy
e sieci bez hamowania, brak potaczen wewnatrz warstwy
e wejScie jest sygnatem ciggtym, nie posiada narzucoene]
struktury topologicznej, dowolna wymiarowos¢ wygnatu
wejsciowego, mapowanie nD do 1D, 2D, 3D

Winning
neuron

‘Two-dimensional array
of postsynaptic neurons

Bunde of Two-dimensional array
undle of synaptic of postsynaptic neuror
connections.(There is a postsynaptic neurons
similar bundle of synaptic
connections originating from

Bundle of synpti
other presynaplic neurons.) atiome T

connections.

Activated

Input

neuron
Rys: Marcus Kaiser, Neuroinformatics, lectures (b) Kohonen model

(Blativeronswes o 228



Mapa cech Kohonena

dwuwymiarowa mapa cech OQO’.".

N wymiarowy
wektor wejceciowy

e neurony zachowuja porzadek topologiczny (np. siatka 2D)
tworzac mape cech

e sasiadujgce neurony powinny reagowac na podobne wzorce

Rys: Matgorzata Kretowska, Sztuczne sieci neuronowe
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Algorytm SOM

1. Zainicjuj wagi potaczen neurondw ukrytych
2. Dla danego sygnatu x(t) w kroku t =1,2, ..., T znajdz
najsilniej reagujacy neuron ¢ (np. najblizszy)

I —will = > (0 —wy)® e = argmin [x —wj|
i

3. Przesun wagi neuronu c i innych neuronéw w
sasiedztwie O(c) w strone wektora x

w;(t+1) = wi(t)+n(t)h(ri, re, t) [x(t) — w;(t)] dla i € O(c)
Funkcja h(r, rc, t) okresla zasieg sasiedztwa zwyciezcy

2
h(r,rc, t) = ho(t)exp <_Hr2c7;éct|)|>
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Przyktad: 2D -> 2D

] 20

I‘I ! R
| P =
| i enue ) ¥ -
i : H
T e g
T T + = || TR

H nE T EaduaIRCR asa

| H 4 —l'
1980 5600 182200

Rozktad jednostajny w kwadracie. SOM uczy sie jednorodnego
rozktadu. Poczatkowo wszystkie w = 0
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Sie¢ 2D, cecy 3D

przestrzen cech
o=dane

' = wagi sieci

neurony wejsclowe

wagl przypisane

D

") N polaczeniom
LX)

TN

v

N TP
S 70 /40t
VA a a4 %
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Uczenie sieci 2D

N-wymiarowa

x=dane | przestrzen danych

o=pozycje wag ‘
Neuronow

wagi wskazuja
na punkty w N-D

siatka neuronélll';v ’, I
w 2-D / ”””
N

"
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Sie¢ 2D to 1D

Folozenia w przestrzent
cech

Meurony wjednowymiarowych taficuchu.
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Przyktad: fraktalne krzywe Peano

Krzywa Peano (lub Hilberta) - krzywa wypetniajaca ptaszczyzne

/NS
AV

1200 1e008 25008
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Znieksztatcenia

L

o

3

Poczatkow:

e [ ar

e znieksztatcenia moga

bd Lo o8

Sieci Neronowe
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Rozmiar sasiedztwa

Klasyczny algorytm Kohonena - sasiedztwo prostokatne

b v, £) = 1 dla d(ri,r) < o(t)
"7 10 dla pozostatych

Promien sasiedztwa o(t) maleje w czasie treningu, moze by
miarg odlegtosci lub liczba neurondéw sasiadujacych

e w poczatkowe] fazie uczenia uwzglednia duze sasiedztwo

e w koncowej fazie tylko neuron zwycieski jest aktualizowany
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Funkcja sasiedztwa SOM

Dla gausowskiej funkcji sasiedztwa

2
_ [ri — 1]
h(lri—n|. 1) = e (‘ 20 (1) >
zasieg funkcji maleje w czasie treningu

o(t) = gge 200t/ tmax

Dla o = 0 funkcja sasiedztwa obejmuje tylko wektor zwyciezce |
SOM sprowadza sie do metody kwantyzacji wektorowej (np.
on-line k-srednich)
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Funkcja btedu SOM

Proba wprowadzenia funkgji btedu (Luttrell; Heskes i Kappen)

Btad lokalny neuronu i jest suma po wszystkich neuronach:

Ecw, t) = 5 3 Al — ] 1) [(t) ~ wi()]

J

Neuron-zwyciezca ma najmniejszy btad lokalny:

C_argmanh ‘l’, HX Wj(t)HZ
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Stata uczenia

Duza stata uczenia prowadzi do eksploracji znacznej czesci
przestrzeni.

a) g =0.001 b) eg =0.01 b) eg = 0.1

Stata uczenia maleje w trakcie uczenia

__t
n(t) = mpe tmax
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Wtasnosci SOM

e Powolna zbieznos¢ algorytmu SOM, wymaga wielu iteracji

e Trudno co$ udowodni¢ o zbieznosci lub punktach
stacjonarnych. Wyniki analityczne znane s3 tylko w 1D dla
ciggtego czasu: wtedy wartosci wag wzdtuz proste;
porzadkuja sie.

e W oryginalnym SOM nie ma funkgji btedu, nie ma wiec
gradientu!

e Sasiednie neurony koduja sasiednie obszary, ale sasiednie
obszary moga by¢ kodowane przez odlegte neurony, relacje
odlegtosci nie zawsze sg zachowane

e Skrecone” konfiguracje przy zbyt szybkiej redukcji
sasiedztwa

e Jakos¢ klasyfikacji: zwykle niska. Kohonen: SOM stuzy
gtéwnie do wizualizacji ... ale wizualizacja tez kiepska, bo
brak oceny pozwalajgcej na redukcje wprowadzanych
znieksztatcen.
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Przyktad: Wtoska oliwa

Dane: 572 prébki oliwy z 9 prowingji Wtoch

Cechy: poziom 8 ttuszczy w kazdej probce.

Mapa SOM: 20 x 20, Redukcja 8D => 2D. Doktadnos$¢
klasyfikacj okoto 95-97%.

Topograficzne relacje zostaty zachowane.
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Przyktad: Wodr powerty map

Dane: WorldBank data 1992 rok, 39 wspdtczynnikéw opisujacych
jakos¢ zycia w kraju (poziom stuzby zdrowia, edukacji, etc.)

Kraje o podobnej wartosci poziomu zycia pobudzaja bliskie grupy
neurondw, od krajow o najwyzym wsp. jakosci zycia (zotty) do
najniiszego (nlebleSkl) Sieci Neronowe 243



Przyktad: Wodr powerty map

Po naniesieniu koloréw na mape Swiata

Sieci Neronowe
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Klawiatura fonetyczna

Dane: 10 ms probki FFT mowy
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Mapa fonetyczna dla jezyka Finskiego, Kohonen 1980

®
®
®
®
©
©

©
®
®
©
©

®
®@®®®

@8@@®
0%

®
OO
O20
OS50
096
=
O30
025

O
O
®
®
®
®
®
®
©,



Demos

e Wizualizacje do wyktadu M. Czokéw, J. Piersa: B~ Szescian,
IS~ Szescian z funkcja gaussowska, ¥ Kula, ¥ Kula z
funkcja gaussowska

e ¥"SOM 2D dla pogrupowanych danych

e Self-organizing Maps: PyMVPA kolory na mapie 2D
e " Demo GNG

e ¥ Klasyfikacja koloréw

e " GeoSOM Environmental modelling
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https://www.youtube.com/watch?v=5rnEqLJ1Q5s
https://www.youtube.com/watch?v=DC_AePTIGQs
https://www.youtube.com/watch?v=Apj6_vSD7eM
https://www.youtube.com/watch?v=dUlLgYcdtc8
https://www.youtube.com/watch?v=dUlLgYcdtc8
https://irath96.github.io/som-demo/
https://www.demogng.de/
http://www.cheminfo.org/Demo/SOM_-_classify_colors/index.html
https://www.novaims.unl.pt/labnt/geosom/index.htm

Przyktady zastosowania SOM

Helsinki University of Technology web site
http://www.cis.hut.fi/research/refs/ has a list (2010) of
> 7700 papers on SOM and its applications !

e Badania mézgu: modelowanie topograficznych map w
roznych obszarach kory (motoryzna, sensoryczna, wizyjna)

e Robotyka i Al: analiza danych z czujnikéw, sterowanie
ruchami robota, mapy orientacji przestrzennej

e Kategoryzacja dokumentéw

e Analiza skupien gendw, biatek, czateczek chemicznych,
fonemoéw, dzwiekéw zwierzat, obiektéw asrtonomicznych,
dane ekonomiczne i finansowe

e Kompresja danych (obraz, dzwiek), filtrowanie informacji

e Medical and technical diagnostics.
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http://www.cis.hut.fi/research/refs/

Analiza jezyka naturalnego: linguistic analysis, parsing,
learning languages, hyphenation patterns

Problemy optymaliacyjne: configuration of telephone
connections, VLSI design, time series prediction, scheduling
algorithms.

Przetwarzanie sygnatéw: adaptive filters, real-time signal
analysis, radar, sonar seismic, USG, EKG, EEG and other
medical signals ...

Rozpoznawanie i analiza obrazéw: segmentation, object
recognition, texture recognition ...

Content-based retrieval: examples of WebSOM,

PicSom — similarity based image retrieval, RGB and textures.

Viscovery SOMine, komercyjny program do wizualizacji,
eksploracji, klasyfikacji, prognozowania oparty na SOM.
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SOM vs MDS



Problemy SOM

e SOM bardzo popularne, prosta metoda wizualizacji

e nie gwarantuje wiarygodnej aproksymacji gestosci danych

e btad kwantyzacji przydatny przy ocenie jakoSci odwzorowania
ale nie moéwi nic o jakosci wizualizacji

e MDS, Multi-Dimensional Scaling (Thorton 1954, Kruskal
1964), zwane takze mapowaniem Sammona (Sammon 1964)

— redukcja wymiarowosci prébg zachowania odlegtosci

— daje miare znieksztatcen topograficznych (minimalizacja
funkgji stresu)

— zazwyczaj redukcja do 2D, 3D w celu wizualizacji danych
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ldea MDS

Szukamy mapowania x =y = M(x) minimalizujacego pewna

funkcje kosztu oparta o odlegtosci §;; oraz dj

source space target space
Y2
dar
X N/
Yie

Sy

Rys: Duda, Hart, Pattern Classification

Sieci Neronowe
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Algorytm MDS

Przestrzen cech x;, € RY, i =1,2,..., n
Odlegtos¢ w przestrzeni cech

6 = IIxi — x|
Przestrzen docelowa y; € RX, gdzie K < N
Odlegtos¢ w przestrzeni docelowe;j

dy = ly; = v

Mozna uzy¢ dowolnej metryki - najczesciej metryka Euklidesowa
W przypadki K =2
n

n 2
E=) (6s—di)’ =) <5/j - \/(y/l —yin)” + (vio —)0'2)2)

i<Jj i<j

Funkcja E zalezy od 2n parametrow y;
Jednak 3 wspotrzedne sa redundantne: y; = (0, O)T wybor
Srodka uktadu wsp., y2 = (Q.¥eedybor orientacji uktadu wsp.,s,



Miary znieksztatcen

n
E(riw) =) w; (6 — dj)* >0
i<y
wagi wj; moga zaleze€ od odlegtosci, np. male¢ wyktadniczo ze
wzrostem §;;

Czynnik normalizacyjny

n

> (65— dy)?

i<Jj
En=——F—<cl01

SE+> d

i<J i<Jj

wynosi 0 gdy idealne dopasowanie, 1 np. gdy d;; =0
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Miary MDS

e Stres (Kruskal) btad absolutny, moga dominowa¢ duze
odlegtosci, zachowuje ogdlng strukture klastrow

n

E = Z(é’f — C/,“)2 >0

i<J

e Odwzorowanie Sammona, wptyw duzych odlegtosci §;; jest
zredukowany

n L 2
52:12(6/1 d/) >0

c djj -
i<j y

gdzie
1

Zi<j 6/]
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Miary MDS

e Btad wzgledny, wszystkie skale odlegtosci traktowane sa

jednakowo
n

Es=) (1—dy/5;)*=0

i=1
e Wspdtczynnik alienacji (Guttman-Lingoes) — podobny do
btedu wzglednego, trudniejszy do minimalizacji

n

Es=) (1-8;/dy)* >0

i<y
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Optymalizacja stresu

Sammon zaproponowala optymaliacje za pomoca zmodyfikowane]
metody Newtona

Ypa(k + 1) = ypq(k) — nDpq(k)

aynq/ laypq
n

o) = 2 Opj — dpj
Byoe -7 Z (W) Ypa — Yia)

pq =1 #p piOpj
diagonalne sktadowe Hessianu

) n 2 L
PE_ 2 S L, gy el (G n)
Apj dpj

8y3q ¢ Jj=1,j#p 6PJdPJ

gdzie

sktadowa gradientu
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MDS i SOM

w MDS brak funkcji mapujacej X — Y

dla MDS dodanie nowego punktu wymaga ponownej
optymalizacji

SOM uzywany takze w klasyfikacji
MDS i SOM wrazliwe na szum w danych (nieistotne cechy)

wyniki uzaleznione od punktu startowego, kazda
optymalizacja moze generowa¢ odmienne wyniki
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Wizualizacja: hiperkostka
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Wizualizacja: hiperkostka 5D + sfera w 3D

The two-dimensional representations of the 26 points on the sphere obtained by mini-
mization of 5, £, A and by SOFM (left to right) with a 20 x 20 neurons map.

Sieci Neronowe



Wizualizacja: sympleks 6-11
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Wizualizacja: sympleks 15-20

Sieci Neronowe
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Sekwencje rodziny biatek

10
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sekwencja biatek rodziny Globin, macierz podobieistwa, MDS
odkrywa strukture danych (Klock & Buhmann 1997).
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Podobienstwo twarzy

300 twarzy (from Klock & Buhmann 1997).

263
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Mapy semantyczne

e proba uchwycenia sensu stéw i poje¢ poprzez wtasnosci oraz
relacji semantycznych

e Przyktad: 8 ptakéw i 8 ssakdw
dove, hen, duck, goose, owl, hawk, eagle,
fox, dog, wolf, cat, tiger, lion, horse, zebra, cow.

e kazde pojecie opisane 13 cechami binarnymi
size is: small, medium large;
has 2 legs, 4 legs,
has hair, hoofs, mane, feathers;
likes to: hunt, run, fly, swim.

e utwodrz zdania opisujace zwierzeta za pomoca wybranych
cech
Horse is big, has 4 legs, mane, hair, hoofs, likes to run.
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Mapy semantyczne

g e t h =z
d d o h a W i 1 o e
animal [o h u o o a g f d o ¢ g i r b ¢
ve ¢ s w wlo ol ae o s r o
e n k e 1 k e x g f t r n e a w
small 1 111 1 1 0 0 0O O 1 0 0 0 0 0
is medium ([0 0 0 0 0 0 1 1 1 1 0 0 0 0 0 O
big o0 0 0 0 0 OO O 0 0 1 1 1 1 1
2 legs 1 111 1 1 1 0 0 0 0 0 0 0 0 0
4 legs o o0 0 0 0 0 011 1 1 1 1 1 1 1
has hair o o0 0 0 0 0 01 1 1 1 1 1 1 1 1
hooves O 0 0O O O O O O 0O O O O O 1 1 1
mane o0 0 0 0 0O OOOT1T 00 1 1 1 0
feathers |1 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0
hunt o0 o0 o0 1 1 1 1 0 1 1 1 1 0 0 0
likes Tun o o0 0 0 0 0 00 1 1 01 1 1 1 0
to fy 1 0 01 1 1 1 0 0 0 00 0 0 0 0
swim 00 110 0 OO0 O O0OO0OO0O 0 0 0 0
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Mapy semantyczne

[ o .. ue W
s DUCK pic iy
. L owor
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0’12345 6789

FIG. 1. The two-dimensional representations of the 13-dimensional semantic data ob-
tained by SOM (left) with a 10 x 10 neurons map, a training of 10000 cycles, with final
stress of 0.25, and the MDS (right) with final stress of 0.20 after 10 iterations.

SOM, Ritter and Kohonen 1989,
MDS, Naud & Duch (1996).
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e Naturalna klasyfikacja zwierzat zachowujaca ich
podobienstwo

— ssaki odseparowane od ptakow
— mate zwierzeta od duzych
— drapieznikéw od roslinozercéw

e podobienstwo zwierzat jest powigzane z odlegtosciag na mapie

Sieci Neronowe 267



Samoorganizacja

Uczenie hebbowskie



Sieci hebbowskie

e uczenie konkurencyjne

— reguta Kohonena
— kwantyzacja wektorowa, SOM

e uczenie hebbowskie
wykrywa powiazania korelacyjne miedzy sygnatami

— reguta Hebba, reguta Oja

— dekompozycja sktadowych gtownych PCA (Principal
Component Analizys)

— dekompozycja na sktadowe niezalezne ICA (Independent
Component Analizys) , separacja zrédet BSS (Bling Source
Separation), nielinowe PCA, ...
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Reguta Hebba (1949)

Neurons, that fire together, wire together.

Jezeli neuron A jest cyklicznie pobudzany przez neuron B, to
staje sie on jeszcze bardziej czuty na pobudzenie tego neuronu

e synchroniczne pobudzanie neuronéw A i B wzmacnia
potaczenie synaptyczne miedzy nimi

e jezeli neurony nie s3 pobudzane jednoczesSnie
(asynchronicznie) to potaczenie jest ostabiane

Zmiana wagi potaczenia pomiedzy neuronami A i B

wag(k + 1) = wag(k) + nya(k)ys(k)

Sieci Neronowe
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Reguta Hebba

Dla neuronu liniowego

y=w'x
reguta Hebba przybiera postac
Aw; = nyx;

Decydujacy wptyw na wartos¢ wyjsciowa beda miaty najczesciej
wystepujace sygnaty.

Uczenie hebbowskie prowadzi do wyznaczenia miary podobienstwa
miedzy sygnatem wejSciowym x; a rozktadem gestosci
prawdopodobienstwa p(x) sygnatu.
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Interpretacja geometryczna reguty Hebba

Wektor wag przemieszcza sie w kierunku srodka masy wektorow
treningowych (kat maleje w kierunku najwiekszej wariancji)

Trening prowadzi do nieograniczonego wzrostu wag (norma rosnie
w kazdym kroku)
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Modyfikacje reguty Hebba

Zapobieganie nieograniczonemu wzrostowi wag
e normalizacja wag po kazdym kroku uczenia
e dodanie czynnika normalizujacego wagi, Oja (1982)
Reguta Qji
Aw; = ny (X — yw;)

e dodanie wyrazu zanikania wagi proporcjonalnego do y?
e adaptacja prowadzi do unormowania wag ||w|| =1

e adaptacja sprawia, ze wektor wag zbliza sie do wektora
wtasnego macierzy kowariancji E[XXT] 0 najwiekszej
wartosci wtasnej

e wektor wag lezy wzdtuz kierunku maksymalizaujgacego
wartoé¢ oczekiwang y?, tj. wariancje sieci
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Interpretacja geometryczna reguty Oji

Sieci INeronowe
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Whasnosci reguty Qji
Dla wyuczonego wektora wag wartos¢ oczekiwana
E[Aw] =0
stad
E[Aw] = nE[y(x — yx)] = nE[(wx)x — y*w]

=n(Exx"]w — E[y*lw) =0

Macierz kowariangji E[xx"] = Ry
Reguta Oji prowadzi do wyznaczenia wektora wtasnego Ry

R,w = \w
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Analiza sktadowych gtéwnych PCA

Transformacja liniowa
y = Wx

gdzie
xeRV  yeRK wWeRMN K< N
Redukcja wymiarowosci z zachowaniem maksymalnej informacji

zawartych w danych.

W PCA kierunek zawierajacy najwiecej informacji to kierunek o
najwiekszej wariancji

Sieci Neronowe 276



Projekcja danych na wektor wag

Projekcja danych 2D na kierunek o najwiekszej wariancji

Height

Weight

B Rt

Rys: Boedecker, Machine Learning Summer 2015

Sieci Neronowe
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PCA

Niech X € RV wektor losowy o zerowej wartoéci oczekiwane;j,
woéwczas wartos¢ oczekiwana macierzy kowariancji

R, = E[XXT]

dla skonczonej probki o liczebnosci p
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PCA
Wartosci wtasne A; oraz wektory wtasne w; macierzy kowariancji
RXW,':>\,‘W,‘ /:1,...,/\/

R jest symetryczna i nieujemna = wartosci wtasne rzeczywiste |
nieujemne
Niech

AM>X>...> Ay >0

Ograniczajac do K pierwszych sktadowych

otrzymujemy transformacje PCA

y = Wx
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PCA

Wariancja wzdtuz i-tego kierunku
Var(w]"x) = E[[llw] x|[*] = E[(w/ Rew;)] = X;

Celem PCA jet znalezienie wektoréw wy, . . ., Wy, ktére
maksymalizuja wariancje przy zachowaniu ortogonalnosci
w/w, =0 da j>i

W,':]_
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Algorytm PCA

1. Wysrodkowanie danych dla kazdej cechy j

1 n
Xij < Xij — E ZXU
Jj=1
2. Wyznaczenie macierzy kowariancji
1
R, = —XXT
n
3. Diagonalicacj za pomoca rozktadu SVD
S=W'RW

W zawiera wektory wtasne, S wartosci wtasne na diagonali
4. Projekcja danych na kierunki wektoréw wtasnych
odpowiadajagcym K najwiekszym wartosciom wtasnym
yi = Wkx;
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Rekonstrukcja
Rekonstrukcja obrazu wejsciowego
x=W'y
PCA minimalizuje btad rekonstrukgji
E, = ElJx— %/

dla k sktadowych PCA

Minimalizacja E, odpowiada maksymalizacji Z,K:l A

Sieci Neronowe
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PCA

e Gdy zmienne sa skorelowane to znajomos$c¢ tylko czesci
zmiennych pozwala okresli¢ pozostate

e Wzgledny wktad poszczegdlnych sktadowych
Ai
PR

e Standardowe metody wyznaczania wektoréw wtasnych
macierzy R, dla duzych wymiaréw s3 zbyt ztozone

m; =

e Metody adaptacyjne wyznaczania sktadowych gtéwnych nie
wymagaja obliczania macierzy R,y

e Moga te by¢ stosowane w metodach on-line, gdy nie mamy
dostepu do wszystkich danych
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Przyktad: PCA na danych Iris

)
.
1 ° *
I L] LR
] % .
oo _° ‘Q. .
j - W d
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. . [] R o
* KT e
1 .'.o.o '.
®ee
2 . . ..
o .
4 E) 2 1 0 1 2 3

A1 =2.8914 X =0.9151 X3 =0.1464 X4 =0.0205

PCA czesto uzywane do przetworzenia danych przed treningiem

algorytm()w uczenia maszynowego
Rys: Boed&ckerMachine Learning Summer 2015
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PCA i klasyfikacja

X2 (minor direction)

class 2

EE[E [

perfect
classification
with x2

X1 (principal direction)

not perfect classification
with x1

Projekcja PCA nie gwarantuje uzyskania najlepszej dyskryminacji

Rys: Principe, Neural and Adaptive Systems
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MDS i PCA

e MDS wynik zalezny od punktu startowego, stosowany
wielokrotny start

e PCA moze zosta¢ uzyte jako punkt startowy dla MDS

e PCA jest linowe, nie zachowuje odlegtosci pomiedzy
obiektami

e PCA wymaga utworzenia macierzy korelacji d x d, koszt
O(nd?), diagonalizacja tej macierzy O(d?)

e MDS wymaga obliczenia macierzy odlegtosci O(n?d) i
minimalizacji 2n — 3 parametrow
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Trening pierwszego kierunku

Estymator pierwszego kierunku

N
n=wix=>Y wx
j=0
za pomoca reguty Oja
wi(k + 1) = wi(k) + n(k)yi (k) (x(k) — wi(k)y1(k))

Dobér n(k) jest istotny - powinien male¢ z czasem, np,:

0
n(k) = nlfy) gdzie 05<y<1
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Uogdlniony algorytm hebbowski (GHA)

Jednowarstwowa siec¢ liniowa (Sanger, Oja, 1989)
yi=w/x
Reguta uczenia (Sanger)
i
Aw; = ny; <Xi - ZYka>
k=1

0znhaczajac
i—1
Ri(k) = — D yiw
k=1
otrzymujemy regute Oji dla przeskalowanych wejs¢ X;
Aw; = ny; (X — wiy;)

Wartosci wag w; kolejnych neurondéw uzyskuja wartosci kolejnych
wartosci wiasnych macierzykowarancji C 288



Uczenie anty-hebbowskie
Reguta anty-Hebbowska

Awjj = —nx;y;

e znak minus sprawia, ze trening prowadzi do znalezienia
kierunku minimalizujacego wariancje wyjscia

e uczenie jednostki liniowej prowadzi do zerowania wyjscia -
trening dazy do znalezienia projekcji danych do punktu

e jezeli nie ma kierunku, wzdtuz ktérego wariancja wynosi 0 to
wagi zbiegaja do 0
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APEX

Adaptive Principal Component Extraction (Diamantaras 1990)
Dla danych wektoréw wy, .. ., w;_1 realizujacych kierunki PCA
sie€ iteracyjnie wyznacza i-tg sktadowa PCA

gdzie
., o T
wyjsciay = (y1, ..., Yi-1)
macierz wag pierwszych i — 1 neuronéw W = [wy, ..., w;_1]"
Rys: QW@I%’.,RIQ/&%%{%Q}( mgl\e//\{vgv (9;%5 orarStWy uj = (Uliv b, U(ifl)i)

PCA and Its Extensions
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Aktualizacja wag APEX
Aktualizacja wag w;za pomoca reguty Oji
Aw; = n(n)y;i(n) [x(n) — yi(n)w;]

Potaczenia miedzywarstwowe c¢;; uczone reguta anty-hebbowska
odpowiedzialng za ortogonalizacje y; wzgledem poprzednich
sktadowych

Au; = —n(n)yi(n) [y(n) + yi(n)u;]
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Zastosowanie PCA

e Redukcja wymiarowosci

e Wizualizacja danych nD — 2D, 3D

e Usuwanie szumu

e Usuwanie korelacji z danych

e Kompresja sygnatu, np. kompresja obrazéw

e Dane po transformacji PCA czesto uzywane do treningu
algorytmoéw uczenia maszynowego

Sieci Neronowe
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Kompresja danych za pomoca PCA

Wektory treningowe to ramki obrazu (np. 8x8)
Przyktad: obraz 512x512 z 8 bitami na piksel

2

ordering

of the neurons:

neuron
0

neuron
1

neuron
2

neuron
3

neuron
4

neuron

neuron
6

neuron
7

(unused)

Neurony w kolejnosSci zawierajgcej najwiecej informacji potrzebne;

do rekonstrukgji

e neuron 0: Sredni poziom szarosci

e neuron 1 i 2: gradient obrazu

Rys: Krose, Smagat, An Introduction to Neural Networks, 1996

e neurony 3-5: pochodna drugiego rzedu obrazu
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Przyktad: Kompresja obrazu za pomoca APEX

a) oryginat, b) 4PC, c) 8PC, d) 12PC

Rys: Krose, Smagat, An Intrdgl
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Siecl dynamiczne

Pamie€ asocjacyjna



Plan

e Sieci dynamiczne: sieci ze sprzezeniami zwrotnymi
e Modele pamieci asocjacyjnej

e Model Hopfielda, siec Hamminga, BAM

Sieci Neronowe



Sieci ze sprzezeniami zwrotnymi

Sieci rekurencyjne
e potfaczenia tworza cykle w grafie potaczen
e skomplikowana dynamika - trudna do analizy

e zblizone do sieci biologicznych, w uktadach biologicznych
neurony maja silne sprzezenia zwrotne
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Sieci ze sprzezeniami zwrotnymi

Najprostsze modele sieci z rekurencja:

e sieci Hopfielda,

e sie¢ Hamminga.

e BAM
Restricted Boltzman Machines (RBM)
Modele ztozone:

e RTRN - Real Time Recurrent Network, przetwarzajaca
sygnaty w czasie rzeczywistym;

e sie¢ Elmana i inne o uproszczonej strukturze rekurencji
e RCC - Recurrent Cascade Correlation
e LSTM, Long Short Term Memory
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Model Hopfielda

John Hopfield (1982, 1984), model pamieci autoasocjacyjne;.
Zatozenia:

e wszystkie neurony s3 ze soba potaczone z wagami synaps

wj;, brak warstwy ukrytej

e macierz wag pofaczen jest symetryczna, w; = w;;

e brak potaczen zwrotnych do tego samego neuronu wjj = 0
Symetria wag jest wygodna, upraszcza analize sieci i pozwala
wprowadzi¢ funkcje energii; jednak jest nierealistyczna z
biologicznego punktu widzenia.

Dyskretny stan neuronu - potencjat, zmiany nastepuja w
dyskretnych jednostkach czasu

yi ==+1=sgn(w'x)

Sieci ciagte - stany rzeczywiste, ciagte funkcje aktywacji, zmiany
aktyWaCji W SpOSéb C|ag+y Sieci Neronowe 299



Model Hopfielda

e kazdy neuron jest wejsciem i
wyjsciem sieci

yilt +1) =sgn [ 3 wywi(t)
J
e brak sprzezenia wtasnego w; = 0
e wagi symetryczne w;; = wj
e stany sieci y mozna utozsamic z

wierzchotkami N wymiarowe]
kostki

Tryby pracy
e uczenie (zapamigtywanie)

e odtwarzanie wzorcéw

Sieci Neronowe
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Dynamika odtwarzania wzorcow

dla ustalonych wag W w chwili t = 0 doprowadzamy sygnat
wejsciowy y(0) = x
w kolejnym kroku t aktualizowane sa stany neuronéw

yi(t+1) =sgn ZW,'J')/J'(t) i=1,...,N
J

proces asynchroniczny - aktualizowane jest wyjscie jednego
losowo wybranego neuronu, jego wyjscie zalezy od juz
zaktualizowanych neuronow,

proces zatrzymuje sie gdy osiggnieto stan stacjonarny (minimum
lokalne), brak zmian wyjs¢ przy petnym cyklu

y(t+1) =y(1)

asynchroniczno$¢ minimalizuje wystepowanie cykli i sie¢ zbiega
do atraktora punktowego
autoasocjacja - wyjscie odtwarza x
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Minimalizacja energii

Dla sieci o symetrycznych wagach taka dynamika prowadzi do
minimalizacji funkcji energii

E(W) = < Wly) = —*ZWUWJ
i#]

Zmiana energii w czasie iteracji jest mniejsza od zera

AE = —Ay; Y wyy; = —Ayil,
J

e jezeli [; > 0 to y; nie moze zmalec
e jesli [ <0 to Ay; <0

Kazda zmiana stanu neuronu moze tylko obnizy¢ energie sieci

Sieci Neronowe
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Atraktory

Dynamika: ruch po hiperpowierzchni energii, zaleznej od
potencjatéw neurondéw, az do osiggniecia lokalnego minimum na
takiej powierzchni.

Jesli y; dyskretne —1, +1 to ruch po wierzchotkach hiperkostki

Rrys: odldbszarynatsakeji sieci rekurencyjnej: linie ekwipotencjalne i

kierunki Zmiaﬂ W trakCie U(;%Qm\ﬂe nowe 303



Przyktad: 3 neurony

energy

35
3.0
25

2.0

E = —y1y2 — yoy3 + y1y3 — 0.5y1 — 0.5y — 0.5y3

Rys: Rojas, Neuroal Netowrks
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Przyktad: 3 neurony

energy

2.5

2.0

,J

stable state

E = y1y> 4+ yoy3 — y1y3 + 0.5y1 + 0.5y» — 0.5y3

Rys: Rojas, Neuroal Netowrks
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Zastosowanie praktyczne

e pamiec asocjacyjna
zapamietuje wzorce X1, ..., Xp, przy prezentacji wektora
wejsciowego X; odpowiedzig sieci bedzie jeden z
zapamietanych wzorcéw, najbardziej ,podobny” do sygnatu
wejsciowego.

Kazdy zapamietany wzorzec odpowiada minimum lokalnemu
energii

e problemy optymalizacyjne - odpowiedni konstrukcja sieci i
funkcji energii pozwala znalez¢ rozwigzania problemow
optymalizacyjnych, takze NP-trudnych

— problem komiwojazera,

— gospodarowanie zasobami,

— optymalizacja potaczeh w centralach telefonicznych,

— rozmieszczanie uktadéw scalonych,

— rozwigzywanie probleméw programowania liniowego |
nieliniowego
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Pamiec asocjacyjna

e pamie¢ autoasocjacyjna - skojarzenie tego samego obiektu
(model Hopfielda)

e pamieC heteroasoscjacyjna - skojarzone s3 dwa rézne obiekty
(dla a sie¢ odpowiada b), np. BAM, sie¢ Hamminga
Pamiec¢ asocjacyjna vs. RAM

e adresowanie kontekstowe - wzorzec na wyjsciu uzyskiwane
na podstawie odlegtosci sygnatu wejsciowego od
zapamietanego wzorca

e pamiec rozproszona - brak wyraZnie okreslonego miejsca
przechowywania wzorca

e |okalne uszkodzenie nie powinno catkowicie blokowac
mozliwosci odczytu
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Odlegtos¢ Hamminga
Odlegtos¢ Hamminga dla wielkosci binarnych
xi=1{0,1},y, = {0, 1}

n

dx,y) =[x (1 —y)+(1-x)yil

i=1

Dla wartosci bipolarnych x;, y; = {+1, —1}

(x.y) Z Xiy,j

liczba réznigcych sie bitow

Pamiec¢ asocjacyjna bedzie odtwarza¢ wektory zapamietane
najblizsze wzgledem wektora wejsciowego zgodnie z odlegtoscia
Hamminga
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Uczenie pamieci asocjacyjne]
Dla pojedynczego wzorca x sie€ powinna odtwarzaé sygnat
wejsciowy

N
Xj = sgn E Wi X
j=1

wystarczy zazadac by:

1

1 [ 1 [ 1 (&
N ;XIXJXJ =N jz;xixf - N ;X/ = Xi
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Uczenie pamieci asocjacyjne]

Dla wielu wzorcéw x',i =1, ..., p korzystamy z reguty Hebba
usredniajac:

L~ (k) (k)
Wij:,\/;x/ Xj

Sieci Neronowe
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Przyktady dziatania

odtwarzanie niekompletnych lub
zaszumionych danych
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Stabilnos¢ pamieci

Stabilnoé¢ dziatania wymaga

N N b
Z W,-J-xj(/) — sgn o Z Z (k) (k _ X,-(/)
J=0 0 k=1

co mozna zapisac

/\/ZZXK) xK) = sgn (X/(I)+C>

j=0 ki

gdzie C nazywamy przestuchem

Stabilno$¢ osiggamy gdy sktadnik przes+uchu C jest na tyle maty

aby nie zmieni¢ znaku X// tzn. |C| < |x; )l

Sieci Neronowe
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Pojemnos¢ modelu

e Pojemnosc okresla maksymalna liczbe odtwarzanych
wzorcow przy okreslonym poziomie btedu

e 2NV mozliwych stanéw sieci binarnej ztozonej z N neurondéw

e zbyt wiele wzorcéw = chaos, zapominanie, zwiekszajac
liczbe wzorcéw rosnie prawdopodobiefstwo przektaman

e dla uczenia reguta Hebba liczba poprawnie pamietanych
wzorcéw przy prawdopodobienstwie btedu 0.37% wynosi
0.138N

e metoda rzutowania pozwala uzyska¢ pojemnos¢ maksymalng
N-—-1
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Stany fatszywe

W sieci moga pojawiac sie stany fatszywe lub przektamania
pamieci
e funkcja energii jest symetryczna wzgledem polaryzacji
(negatywy standéw o tej samej energii)
e wystepuje mieszanie réznych skftadowych zapamietanych
wzorcow | tworzenie stabilnego zmieszanego stanu
e przy przepetnieniu pamieci powstajg posrednie minima
lokalne nie odpowiadajgce zadnemu wzorcowi
zapamietanemu
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Metoda rzutowania

Zaktadamy, ze kazdy wzorzec x podany na wejscie generuje
natychmiastowo na wyjsciu sieci stan ustalony x

W-X=X = W=X Xt

gdzie X = [x(), .., x(P)]
Dla x() liniowo niezaleznych mozemy zastapi¢ psudoinwersje
macierzy N X p inwersjg macierzy p X p

W=X-X"=X(X"-X)" X"

Mozliwe tez wyznaczenie W w sposéb iteracyjny podczas
jednokrotnej prezentacji wzorcéw uczacych 1 =1, ..., p

(WO=Dx() — x(0) (W-Dx() — x() 7
(x()Tx() — (x()) TW(i=1)x())

w() — w(-1) o

gdZie W(O) == O Sieci Neronowe 315



Metoda rzutowania A

Gradientowa odmiana metody rzutowania

W W+ [0 - wxO] (<) T

e 7 stata uczenia zazwyczaj z przedziatu [0.7 — 0.9]

e wymaga wielokrotnej prezentacji wzorcéw az do uzyskania
zbieznosci, np. gdy zmiana wartosci wag nie przekracza
pewnego progu tolerancji €

e metoda rzutowania i rzutowania A zapewniajg wieksza
pojemnos¢ w stodunku do uczenia reguta Hebba,
maksymalna liczba zapamietanych wzorcow N — 1

Sieci Neronowe 316



Realizacja sprzetowa

inverted am ifer Sieci“Né&ronowe
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Realizacja sprzetowa - réwnania

Prosta realizacja sprzetowa, elektroniczna lub optyczna.
W stanie stacjonarnym wejscie=wyjscie.
Réwnania na sygnaty wejSciowe:

N

du;(t _ _
G dt(' ) :ZRUIVJ(t)_ Ri IU/(t)—i-//

j=1

U; - napiecie wejsciowe i-tego wzmacniacza
Vi - napiecie wyjsciowe i-tego wzmacniacza
C - pojemno$¢ wejsciowa

I; - zewnetrzny prad i-tego wzmacniacza

Sieci Neronowe
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Optymalizacja - problem komiwojazera

Problem komiwojazera: znalez¢ najkrétsza droga pomiedzy N

miastami. 6

Kolejnosé
123456

100000
000001
010000
000100
000010
001000

w
SN WD B

Problem NP-trudny, % wszystkich mozliwosci

e sie¢ zawierajaca N2 neuronéw unipolarnych ciagtych

e stan neuronu Yy, = 1 oznacza, ze miasto / zostato
odwiedzone w kolejnosci o

e numer miasta /,j=1,2,..., N,

kolejnos¢ odwiedzin o N
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Przyktad: problem komiwojazera

Ogédlna postac¢ funkcji energii

1
E=-3 Z Wia, kBYiaYkB
i#k a8

Jak dobra¢ W7

Sieci Neronowe
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Dobdér wag

Kara za powtdérne odwiedzenie miasta
E1 = A YiaYig
2 &
i o#B
Kara za rozdwojenie komiwojazera (odwiedzenie dwdch miejsc w tym

samym czasie)
B
E> = B Z Z%‘a)/ka
itk a

Kara za wzbudzenie wiekszej liczby neuronéw niz N

2
C
Es=5 (Zy/'a - N)
1,a
Czynnik promujacy najkrétsza trase

D
E4 = > ; za: dicYia Vka—1 + Yka+1)
1

Sieci Neronowe
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Dobdér wag
Catkowita energia
E=E+E +E+E4
stad wagi sieci
Wia kg = —A(1—048)0ik — B(1—0i)dap — C
—Ddi (1 = 6ix) (0a—1,6 + Oat1,8)
oraz wartosci progowe CN

Delta Kroneckera §j =1 dla/=jorazd;=0dlai#j

Wartosci A, B, C, D dobierane heurystycznie, np.
A=B=C=500i C =200
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Sie¢ Hamminga

w@

MAXNET
wm

w
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Sie¢ Hamminga

3 warstwowa sie¢ - rozszerzenie sieci Hopefielda

pamie¢ heteroasocjacyjna: wejscie x € {—1, +1}"V, wyjécia
ye{-1,+1}M
klasyfikator wektoréw - wyjsciem jest zapamietany wektor o
najmniejsej odlegtosci Hamminga
warstwa pierwsza i trzecia - jednokierunkowe
warstwa MAXNET ze sprzezeniami zwrotnymi, potaczenia
kazdy z kazdym
— istnieja potaczenia zwrotne do tych zamych neuronéw
w;i = +1, maja charakter pobudzajacy
— potaczenia miedzy réznymi neuronami inhibicyjne (hamujace)
Wjj = —€, Np. € = %, gdzie p - liczba wzorcéw
— WTA - tylko jeden neuron w stanie ustalonym jest
pobudzony, reszta w spoczynku
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Dziatanie sieci Hamminga

1. podanie stanu x na wejscie, zainicjowanie warstwy MAXNET

2. proces iteracyjny w warstwie MAXNET trwa dopoki
wszystkie jednostki oprocz jednej osiagna stan 0.
Neuron niezerowy reprezentuje klase wektora

3. wytworzenie odpowiedzi sieci y na podstawie sygnatu
zZwyciezcy

W

MAXNET
Wim
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Dobdér wag

1. wagi warstwy pierwszej odpowiadaja sygnatom wejSciowym

2. wagi warstwy wyjsciowe] koduja sygnaty wyjsciowe

wd =y =1,

=Y P
3. warstwa MAXNET
W-(-m) =1
1
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Dziatanie sieci Hamminga

Pierwsza warstwa wyznacza odlegtos¢ Hamminaga od podanego
wzorca
Vi= 5 =1-
n n
Rekurencyjny proces wytaniania zwyciezcy warstwy MAXNET

=f Zw(m)y, (k—1)

gdzie funkcja wyjsciowa (RelLU)

_Jy da y>0
f()_{o da y<0

Neuron zwyciezca przez wagi warstwy ukrytej odtwarza wektor y
uznany przez MAXNET za najblizszy x
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Sie¢ BAM

Bidirectional Associative Memory (BAM) - uogdlnienie sieci
Hopfielda na dwuwarstwowa sie¢ rekurencyjna (Kasko)

Wejscie
dla x

2 Wejscie
< dlay

Sieci Neronowe
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BAM

e przeptyw sygnatu w dwodch kierunkach

praca synchroniczna

aktywacje typu skokowego (binarne lub bipolarne)

e W rzeczywista, niesymetryczna

koduje pary wektoréw x;,y; - pamie¢ heteroasocjacyjna

1

Wejscie 2 Wejscie
dla x < dla y
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Dziatanie BAM

Trening - wagi (macierz korelacji)

P
i=1
Funkcja energii
Ex = —xx Wy,
Odtwarzanie sygnatu

f(XoW) =Y — f(y1WT) = X1 —

— f(XkW) =Yk — f(ykWT) = Xk

generuje dwa stabilne wzorce xk i yx

Sieci Neronowe
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Przyktad

(D (3)
a a S
E E IWEk[Or :
poczatkowy)

(sunn PUN 5 = s[CENssusssnlilin & & I3
1 3

Para 1 Para 3

H o= o o=

(sn _ S[CHs & 8 [U

Para 2 Para 4 2 a
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Pojemnos¢ BAM

Pojemnos¢ sieci

p = +/min(n, m)

5\
R

i0 2 30

RN

X
zniekszalcenie, %

a2 Ap4 op=6 xp=8

Przyktadowe wyniki dla n = 25, m = 9 i losowych wzorcéw ze
$rednia odlegtoscia 11
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Gtebokie siecli neuronowe

885



Gtebokie sieci neuronowe - Plan

ook e =

Gtebokie MLP (DNN)

Sieci splotowe (CNN)

Sieci rekurencyjne (RNN) i uczenie sekwencji
Autoenkodery (AE), Deep belief network (DBN)
Generative Adversarial Networks (GAN)

(?) Deep Reinforcement Learning (RL)
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Glebokie uczenie - metody uczenia maszynowego, ktdre

e zbudowane s3 z wielu warstw realizujacych nieliniowe
transformacje

e tworza model hierarchiczny - warstwy odwzorowuja kolejne
poziomy abstrakcji, najnizsze warstwy tworzg reprezentuje
najprostszych cech z (surowego) sygnatu wejsciowego,
wyzsze warstwy - generujg bardziej ogélne koncepty bazujac
na relacjach z poprzednich warstw.
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Hierarchia reprezentacji

1980S-ERA NEURAL NETWORK

Hidden
layer

layer \ Output
layer

Links carry signals
from one node

to another, boosting
or damping them
according to each
link's 'weight'.

DEEP LEARNING NEURAL NETWORK

Multiple hidden layers
process hierarchical features

2,
»"«\ N\
KN
SN

\\\\“\{ dentify

or features

pixel value Identify Identify Identify
\ edges combinations features /’
~~—3 of edges ——7

.= HEF "H® =ES LER
F.r S0E BEG NEF B

Rys: W What are the limits of deep learning? by Mitchell Waldrop
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Representation learning

Metody uczace sie reprezentacji

metody uczenia maszynowego posiadajace mechanizmy
automatycznego tworzenia takiej reprezentacji danych (ekstrakgji
cech), ktéra istotnie poprawia zdolnos$¢ algorytméw w
rozwigzywaniu poszczegoélnych zadan.

Gooffellow, 2016 [1]

Sieci Neronowe 338



Gtebokie vs. ptytkie uczenie

Krétka (nieformalna) definicja:
gtebokie uczenie, gdy model ma wiecej niz 2 nieliniowosci
Ptytkie modele

e do 2 warstw (nieliniowych transformacji), np. regresja
logistyczna, SVM, MLP z jedng warstwa ukryta

e wymagaja odpowiednio przygotowanych cech
Glebokie modele

e wiecej niz 2 warstwy przetwarzania, np. wielowarstwowe
MLP, sieci rekurencyjne RNN, sieci splotowe CNN

e model hierarchiczny, wiele transformacji od wejscia do
wyjscia

e kazda ,warstwa” tworzy reprezentacje danych na innym
poziomie abstrakgji
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Skalowalnos¢ wynikow

Why deep learning

@
o
c
©
s
(=}
b=
[}
o

Amount of data

How do data science techniques scale with amount of data?

e duza ilos¢ danych (z etykietami)
e duza moc obliczeniowa

e duze modele

Rys: ¥ Why should you care about deep learning? Andrew Ng
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Po

co nurkowac¢ w gtab?

Uniwersalny aproksymator: sie¢ MLP z jedna warstwa
ukryta jest w stanie aproksymowac dowolna funkcje z
dowolna doktadnoscia

Deep learning tez nie taki prosty, problemy nie tylko z
treningiem ale z analiza dziatania

Po co wiec tworzy¢ gtebsze sieci?

,Ptytkie” modele wymagaja o wiele (wyktadniczo) wiecej
neuronéw

~Ptytkie” a szerokie modele tatwiej sie przetrenowuja, nie s
w stanie odszukac lepszego rozwiazania

Ztozone problemy wymagaja ztozonych modeli
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Gtebokos¢ a poprawnosc klasyfikaci

96.5 : :
96.0
95.5
95.0
94.5
94.0
93.5
93.0
92.5

92.0 | L \ L | ! !
3 4 5 6 7 8 9 10 11

Layers

Test accuracy (percent)

Goodfellow,et al. (2014), doktadno$¢ rosnie ze wzrostem gtebokosci
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Gtebokos¢ ma znaczenie

97 I I I

96 L e—e 3, convolutional ||
+—+ 3, fully connected

95 V-V 11, convolutional
94 4

93 |- — 1

92 | 4

Test accuracy (percent)

91 ! ! 1 1 1
0.0 0.2 0.4 0.6 0.8 1.0

Number of parameters %108

Goodfellow,et al. (2014), gteboko$¢ moze mie¢ wieksze znaczenie od liczby
parametréw modelu
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Deep Neural Network

(Pretraining)
Multi-layered m

XOR Perceptron
ADALINE (Backpropagation)
Perceptron
Golden Age Dark Age (‘Al Winter")
Electronic Brain
1943 1957 1960 1969 1985 1995 2005

1980 1990

: . <

. McCulloch - W. Pits F. Rosenblatt B, Widrow - M, Hoff M. Minsky - 5. Papert X inton - R. Wilams V. Vapnik - C. Cortes o

% % 5 r 4@% oo @0 o ) A A A A
JIN TN OO e|e Oe PRE— L = S

- Adjustable Weights + Leamable Weights and Threshold + XOR Problem + Solution to nonlinearly separable probiems
+ Weights are nof Learned .

S Sompuaion oca sk and ovading - Karha ncuen: Tumah anvnion

Geoffrey E. Hinton, et.al. ,,A fast learning algorithm for deep belief nets”, 2006
R. Salakhutdinov, G. Hinton ,Deep boltzmann machines”, 2009

https://beamandrew. github. io/deeplearning/2017/02/23/deep_learning_101_partl. html
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State of art results

I5" ImageNet Large Scale Visual Recognition Challenge (ILSVRC)

Revolution of Depth 22

25.8
152 layers

1.7

m 19 Iavers I

3 57 l R I 8 layers 8 layers shallow

ILSVRC'15  ILSVRC'14  ILSVRC'14  ILSVRC'13  ILSVRC'12  ILSVRC'11  ILSVRC'10
ResNet GoogleNet VGG AlexNet

ImageNet Classification top-5 error (%)

e klasyfikacja obrazéw ¥ Are we there yet?
e rozpoznawanie mowy ¥ WER are we?

Rys: ¥ The revolution of deepth, Armando Vieira
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https://medium.com/@Lidinwise/the-revolution-of-depth-facf174924f5

Number of neurons (logarithmic scale)

llos¢ neuronéw w modelach neuronowych

1. Perceptron (Rosenblatt, 1958, 1062)
2. Adaptive linear element (Widrow and Hofl, 1960)
3. Neocognitron (Iukushima, 1980)
4. Early back-propagation network (Humelhart of al., 1056h)
1ott . . . . 5. Recurrent neural network for speech recognition (Hobinson and Fallside, 1001
10101 6. Multilayer perceptron for speech recognition (Bengio of al., 1991)
102 - 7. Mean field sigmoid belief network (Saul et al., 1996)
187 L 8. LeNet-5 (LoCun ef al., 1998h)
106 9. Echo state network (Jacger and Haas, 2004)
100 F 10. Deep belief network (Hinton cf al.,, 2006)
10* 11. GPU-accelerated convolutional network (Chellapilla et al., 2006)
102 - 12. Deep Boltzmann machine (Salakhutdinov and Hinton, 20094)
igl i .‘, 13. GPU-accelerated deep belief network (Raina of al., 2000)
100 .\ 14. Unsupervi ional network (Jarrctt cf al., 2000)
10:; [ ) 15. GPU-accelerated multilayer perceptron (Ciresan el al., 2010)
10 1950 1985 2000 2015 16. OMP-1 network (Coates and N, 2011)
17. Distributed autoencoder (1. of al., 2012)

18. Multi-GPU convolutional network (Irizheveky of al., 2012)
19. COTS HPC unsupervised convolutional network (Contes cf al., 2013)
20. GoogLeNet (Szecedy ol al., 2011a)

Liczba neuronéw podwaja sig co 2.5 roku
Rys: Gooffellow, 2016 [1]
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Wszedzie Al

rozpoznawanie obiektéw (twarzy, emocji), etykietowanie i
lokalizacja obiektow

automatyczne ttumaczenie, analiza tekstu, mowy, chatboty
przewidywanie wynikéw wyboréw, trzesien ziemi, ...

sterowanie robotami, samochodami, gry komputerowe
(AlphaGo, AlphaStar)

kompresja sygnatow, rekonstrukcja odszumianie sygnatow,
odszumianie, kolorowanie czarno-biatych filmoéw, ...

generowanie i synteza sygnatéw: muzyki, obrazéw, tekstu,
pisma recznego, mowy, kodu komputerowego, ....

Al tworzace Al (Google AutoML), Al rozmiawiajace z Al
(Google Duplex)

&~ 30 amazing applications of deep learning
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DNN

Gtebokie MLP
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MLP przypomnienie

Typy neurondéw
e liniowe, sigmoidalne, tanh
e funkcje sigmoidalne nasycaja sie, co utrudnia optymalizacje
e Rel.U, Maxout
Optymalizacja metodami spadku gradientu lub innymi:
e wsteczna propagacja
e SGD, trening z momentem, RPROP
e metody 2 rzedu: Newtona, Levenberg-Marquarda,
gradientéw sprzezonych
wymagaja obliczenia Hessianu lub Jakobianu
e Adam, AdaGrad, moment Nesterova
Metody regularyzacji:
e [, Ly, wczesne zatrzymanie
e dropout, batch normaliation, gradient clipping, data
augmentation, ....
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Funkcje kosztu - przypomnienie

Btad sredniokwadratowy (MSE)
1
E= NZ(f(X) —y)?

e problemy aproksymacji (wyjscia ciagte)

e liniowe neurony wyjsciowe

Entropia krzyzowa, Cross-Entropy (CE)

E=-) ylogf(x)

e klasyfikacja (wyjscia binarne)
e softmax lub sigmoidalne neurony wyjsciowe
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Wsteczna propagacja btedu

1. Zainicjuj wagi W matymi losowymi warto$ciami
2. Dopdki nie sptoniony warunek stopu wykonuj
— oblicz sygnat od wejscia do wyjscia

K K K-—1
o) = o 32 wiof
J

— oblicz sygnat btedu od warstwy wyjsciowej do
wejsciowej

K K+1), (K
5,()22@(» )WU(.)

J

— aktualizuj wagi
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Problemy zwigzane z uczeniem (gtebokich) sieci

e zanikajacy gradient - btad propagowany od warstwy
wyjsciowej zanika przy nizszych warstwach

e funkcje ograniczone (sigmoidalna, tangens hiperboliczny)
.nasycaja sie" i posiadaja niezerowy gradient tyko w waskim
przedziale aktywacji bliskim 0

e przeuczenie - wieksza liczba parametrow sprzyja
przetrenowaniu, wymagane s3 techniki regularyzacyjne

e wieksza ilos¢ parametréw + duze dane — dtugi czas uczenia
i duze wymagania dotyczace pamieci
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Zanikajacy gradient

Przyktad:

MNIST data, MLP 784x30x30x30x30x10, regularyzacja ||w||?

10°

Speed of learning: 4 hidden layers

—— Hidden layer 1
Hidden layer 2
Hidden layer 3

Hidden layer 4

100 200 300 400 500
Number of epochs of training

Szybkos¢ uczenia ||0|| drastycznie maleje w gtebszych warstwach

Nielsen, 2016 [2]
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Znikajacy gradient
Przyktad: sie¢c 1 x1x1x1

% = ¢'(z1) x w2 x o' (22) x W3 x 0'(23) x Wa x0'(24) x jTCJ

O—O=O=O=0O

gdy |wj| < 1 wéwczas |wjo’(z)| <

INT

Derivative of sigmoid function
0.25

0.20
0.15+
0.10

0.05

Nielsen, 2016 [2] 4 3 2 1 0 1 2 3 4
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Problem niestabilnego gradientu

e gradient w nizszych warstwach zalezy od wartosci wag,
aktywacji i gradientéw w warstwach wyzszych

e eksplodujacy gradient
gdy w; >> 1 oraz z; = 0 wéwczas |w;o’(z)| > 1, moze to
owocowac bardzo duzymi gradientami w poczatkowych
warstwach

e znikajacy i eksplodujacy gradient to przypadki szczegélne
problemu niestabilnego gradientu -> wartosci gradientéw
w poszczegdlnych warstwach moga znacznie sie réznic,
warstwy uczg sie z réznym tempem
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Rectified linear unit (ReLU)

9(z) = max(

X. Glorot, A. Bordes and Y. Bengio (2011)

1 dla z>0
0.2). gl(z):{o dla z<0

. Deep sparse rectifier neural networks

Sieci Neronowe
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Korzysci RelLU

e gradient nie znika, gdy jednostka jest aktywna, ograniczenie
problemu znikajacego gradientu

e fragmentami liniowa, skuteczniejsza optymalizacja metodami
gradientowymi

e efektywna obliczeniowo: mnozenie, dodawanie, warunek

e gtebokie sieci ReLU nie wymagaja pre-treningu (Galrot,
2011)

e rzadka reprezentacja (sparse representation)

X. Glorot, A. Bordes and Y. Bengio (2011). Deep sparse rectifier neural networks
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Sparse representaion

| S— -
Output §22
g 2
Rt
Hidden layer 2 E 16
143
127

80 8 9 95 100
Final averaged sparsity (%)

‘ ’ ‘ Hidden layer 1
Figure 3: Influence of final sparsity on accu-
racy. 200 randomly initialized deep rectifier networks
were trained on MNIST with various Ly penalties (from
0 to 0.01) to obtain different sparsity levels. Results show
that enforcing sparsity of the activation does not hurt final
performance until around 85% of true zeros.

Input

Rzadka reprezentacja dodaje nadmiarowo$¢ do modelu, zmiana

wywotana przez dany wektor treningowy wprowadza zmiany tylko
w podzbiorze neuronéw
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RelLU networks results

Neuron | MNIST | CIFAR10 | NISTP | NORB

With unsupervised pre-training

Rectifier | 1.20% 49.96% 32.86% | 16.46%
Tanh 1.16% 50.79% 35.89% | 17.66%
Softplus 1.17% 49.52% 33.27% | 19.19%
Without unsupervised pre-training
Rectifier | 1.43% 50.86% 32.64% | 16.40%
Tanh 1.57% 52.62% 36.46% | 19.29%
Softplus 1.77% 53.20% 35.48% | 17.68%

Garlot, Deep Sparse Rectifier Neural Networks, 2011
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Problemy RelLU

e nie jest rézniczkowalne dla z =0
e nie jest symetryczna i wycentrowana w O

e nieograniczona, moze powodowac nieograniczony wzrost
wartosci aktywacji

e problem umierajacych ReLU - gdy neurony osiagaja stan
permanentnego braku aktywacji g(z) = 0 i ich wagi nie sa
modyfikowane w trakcie uczenia

e druga pochodna réwna 0
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Uogdlnienia RelLU

e Absolute ReLU (Jarret, 2009), g(z) = |z| skuteczna w
szczegdlnych zastosowaniach dla obrazéw z symetriag

e Leaky ReLU (Maas, 2013), wprowadza mata (a = 0.01)
wartos¢ aktywacji dla z < 0

(2) = z dla z>0
N2V =az da z<0

e Parametric ReLU « podlega optymalizacji w trakcie uczenia

Sieci Neronowe 361



Modyfikacje RelLU

e Noisy ReLU dodaje niewielki szum z rozktadu normalnego

e Exponential linear unit (ELU) (Clevert, 2015), srednia
aktywacja blizsza 0, szybsza zbiezno$¢ w stosunku do RelL.U

(2) = z da z>0 '(2) = 1 z>0
)= a(e?—1) dla z<0 - |ae®, z<0

Rys: ¥ ELU as a Neural Networks Activation Function by Sefik
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RelLU6

6 da z>6
g(z)=4qz dla 0<z<6
0 da z<0

Goérne ograniczenie przyspiesza tworzenie rzadkiej reprezentacji,
dobre wyniki na CIFAR-10 (Krizhevsky)

Rys: W A Practical Guide to RelL.U by Dangqing Liu

Sieci Neronowe 363


https://medium.com/tinymind/a-practical-guide-to-relu-b83ca804f1f7

Maxout

9i(z) = maxz;

detection layer zi

" input layer
Zwraca wyjscie najaktywniejszego neuronu z grupy kK neuronéw w
warstwie, gdzie G; to zbidr indeksow i-tej grupy

1 dla j = argmaxz,
1\ — i
9(z) = 0 dla j# argmaxz

i

Rys:Pawel Swietojanski, Investigation of maxout networks for speech recognition.
Goodfellow, et al, (2013). "Maxout Networks". JMLR WCP. 28 (3): 1319-1327.
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Maxout

e realizuje funkcje wypukta fragmentami liniowa ztozong z k
fragmentow, ksztatt funkcji jest adaptowany w treningu

Rectifier Absolute value Quadratic

T — 1 T 1 1 T T T
0 S RO ] d
< | 7 ] < | 4 N . \ -

7 7/ N \ -

- _ y O] ) .

] ] ] 1 | ] L\ K |

x x xr

e RelU i PRelLU to szczegdlne przypadki Maxout
e fragmentami liniowa

e utrata rzadkiej reprezentacji (aktywacje nie tworza zadkiej
reprezentacji) - jednak gradient jest bardzo rzadki
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Sie¢ Maxout

e ztozenie funkcji wypuktych pozwaala zamodelowac dowolna
funkcje ciagta
e sie¢ z nauronami maxout jest uniwersalnym aproksymatorem

e aktywacja zalezy od grypy wag, wiec wprowadza do modelu
redundancje, ktéra pozwala niwelowac fenomen

.Katastrofalnego zapominania”, gdy sie¢ zapomina wyuczone
wczesniej wzorce

Rys: Goodfellow, et al, (2013). "Maxout Networks". JMLR WCP. 28 (3): 1319-1327.
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Maxout netowrk on MNIST

METHOD TEST ERROR
REcTIFIER MLP + DROPOUT (SRI- 1.05%
VASTAVA, 2013)

DBM (SavAakHUTDINOV & HIN- 0.95%
TON, 2009)

Maxout MLP + dropout 0.94%
MP-DBM (GOODFELLOW ET AL., 0.91%
2013)

DEeP CONVEX NETWORK (YU & 0.83%
DENG, 2011)

MANIFOLD TANGENT CLASSIFIER 0.81%
(RIFAI ET AL., 2011)

DBM + Dropour (HINTON 0.79%
ET AL., 2012)

Goodfellow, Maxout Networks, et al., 2013
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Optymalizacja spadkiem gradientu

w<«—w-—nVE \76](9) 1)

E=y L E((.

J (local) minimum

0 0

e Batch gradient descent - dla catego zbioru, niepraktyczne
dla duzych danych

e SGD on-line - stochastic gradient descent dla N = 1, duza
wariancja

e SGD mini-batch estymacja btedu na podstaie paczki
zawierajacej n losowych przypadkdéw

Jak dobra¢ stata uczenia n?
Rys: S. Ruder, ,,Optimising for Deep Learning”
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SGD z momentem

w(t+1) =w(t) —nVE(t) +vAw(t)

predkos¢ uczenia v(t) = Aw(t) jest zalezna od poprzednich
wartosci gradientow

v(t) =yv(t —1) —nVE(1)

w(t+1) = w(t)+ v(t)

zwieksza krok, gdy gradient nie zmienia kierunku

kierunek

gdy VE = 0 wagi sa nadal modyfikowane (bezwtadnosc¢)
e typowo wspoétczynnik v = 0.9

Sieci Neronowe

redukuje oscylacje (spowalnia uczenie), gdy gradient zmienia
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SGD z momentem

==

SGD bez momentu

==

SGD z momentem

Sieci Neronowe
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Nesterov accelerated gradient (NAG)

v(t) =yv(t — 1) = nVE (w(t) +yv(t — 1))
w(t+1) = w(t)+ v(t)

e gradient liczony dla przyblizonej przysztej pozycji
w(t) +yv(t—1)

e trening szybciej jest w stanie zareagowa¢ na zmiany
gradientu

Nesterov, Y. (1983). A method for unconstrained convex minimization problem with the rate of convergence
o(1/k2). Doklady ANSSSR (translated as Soviet.Math.Docl.), vol. 269, pp. 543— 547.
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Polyak vs Nesterov
Polyak's Momentum Nesterov Momentum
/ ro

Tip1 = Tptp(ey — 20 q)
YWz + p(zy — 244)

Zo

Ty 1= Tt —aV f(z;)+u(z: — x4 q)

Dla matych wartosci m metody staja sie réwnowazne

Rys: loannis Mitliagkas, Theoretical principles for deep learning, 2018
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Adagrad (Duchi, 2011)

w(t+1) = w(t) - :(t)VE(t)

gdzie v(t) akumuluje kwadraty gradientow

v(t) = v(t = 1)+ [VE(D)]? = Y [VE()P
t<t
e efektywna stata uczenia ustalana dla kazdego
optymalizowanego parametru, zalezna od wszystkich
poprzednich wartosci gradientéw

e domyslna wartos¢ m = 0.01, zazwyczaj nie wymaga zmiany

e wada: mianownik moze szybko przybra¢ duze wartosci, co
powoduje zanik uczenia (problem ten niweluja algorytmy
Adadelta, RMSProp, Adam)

Duchi, J., Hazan, E., Singer, Y. (2011) ,Adaptive Subgradient Methods for Online Learning and Stochastic
Optimization”, JMLR
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RMSProp

RMSProp (Hinton 2012) modyfikuje AdaGrad tak aby dziatat
lepiejdla funkcji niewypuktych

w(t+1)=w(t)— E(t)

v
v(t)

gdzie v(t) jest wyktadniczo wazona ruchoma érednia gradientéw
v(t) = Bv(t — 1) + (1 - B) [VE(t)?

e najwiekszy wptyw na wielkos¢ v(t) maja ostatnie iteracje
akumulowanie wszystkich gradientéw w AdaGrad moze
spowodowac zbyt duze zmniejszenie szybkosci uczenia, przed
osiagniecicem wypukte] niecki

B kontroluje skale dtugosci ruchome;j sredniej

dore wyniki w potaczeniu z momentem Nesterova
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Adaptive Moment Estimation (Adam)

w(t) = w(t —1) = ——n(t)
v(t)
Estymaty pierwszego (Srednia) i drugiego (wariancja) momentu

gradientéw
m(t) =Bim(t —1)+ (1 —B1)VE(t)

v(t) = Bov(t — 1) + (1 — Bo2)[VE(t)]?

Poprawka na odchylenie w strone wartosci 0 (z powodu zerowych
poczatkowych wartosci estymaty)

() e
1-061' 1-0>

typowo B1 = 0.9, B> = 0.999 wspdtczynniki zanikania, n = 0.01

m(t) v(1)

Kingma, D. P., Ba, J. L. (2015). Adam: a Method for Stochastic Optimization. International Conference on
Learning Representations, 1-13
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Poréwnanie

SGD

— Momentumg = Momentum

— NAG E y — NAG

— Adagrad | //’/””’//, —— Adagrad
Adadelta % ""/'l//"l 74 — Adadelta

/;;;m,,,;/, 10
7 "'/:'/’,"'q 7 2%

Rmspmp 4 Z "'o, /' ;,';
,' ": TSRO
2 2 .,wm/q",l,
"u, KN
".,,'. "w"/'o,'l:"l,l,,'l
0 % ': 5

mww' '

IZ" An overview of gradient descent optimization algorithms
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Podsumowanie

DNN dla danych bez struktury (przestrzennej, czasowej)

e w wiekszosci zastosowan Rel.U sprawdza sie bardzo dobrze

Adam w wielu przypadkach lepszy od innych algorytmoéw z
domys$inymi parametrami n, B1, B2

SGD z zanikajaca wyktadniczo wartoscia statej uczenia moze
doréwnac algorytmom takim jak Adam
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CNN
Convolutional Neural
NSRS
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CNN

e Convolutional Neural Networks (CNN, ConvNet)
wariant MLP inspirowany biologicznie, gdzie mnozenie
macierzy wag i sygnatu wejsciowego zastapione jest operacja
splotu

e rzadka reprezentacja, wspoétdzielone wagi, pooling

e zdolne do generalizacji sygnatu posiadajgcego relacje
przestrzenne, odporne na przestrzenne transformacje sygnatu
(skalowanie, obrot, przesuniecie):

— 1D sygnaty czasowe

— 2D obrazy
3D fMRI, video, obrazy RGB
— sygnaty wielokanatowe
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Splot

(3 w)(t) = /X(a)w(t _ a)da

e wynikiem jest funkcja, np. usredniona warto$¢ x(x)
wzgledem wszystkich pozycji w(a) jesliw spetnia wymagania
gestosci prawdopodobienstwa

e W terminologii CNN:

X - sygnat wejsciowy
w - kernel (filtr), wagi potaczen neuronu
wartosci wyjsciowe tworza mape cech (feature map)

s(i) =Y x(m)w(i — m)
m
e w sieciach CNN w niezerowe tylko w organicznym obszarze
(pole recepcyjne)
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Splot 2D

Input
Kernel
all o ff < | @
w
e el e
y
i j k i
f Output
aw + bz + w + ex cw + dr +
ey + [z fv o+ g2 g + hz
ew + fr o+ fw + gz gw + hr +
iy + gz v+ kz ky + 1z

s(i ) =Y. _w(l.m)-x(i+1.j + m)
/ m
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Filtry graficzne 2D - przyktady

Operation Filter Convolved
Image

0
Identity 0
0

or o

Low
coo
~o L

0 10
Edge detection 141

sl
|
Loa L
|
o Lo

Sharpen

frre
Box blur &g 7 n
(normalized) 9

111

Gaussian bl [tz -
[uusslun‘ lur Ll2ae
PP ) 121

https://ujjwalkarn. me/2016/08/11/intuitive-explanation-convnets/
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Pola recepcyjne | mapy cech

input neurons
9932 first hidden layer

9992
0000

Visualization of 5 x 5 filter comvolving around aninput volume and producing an activation map

e Pole recepcyjne - obszar ,widziany" przez neuron (rozmiar

filtra)
e wyjscie neuronu: splot sygnatu i liniowego filtra, ewentualny

wyraz wolny (bias) i nieliniowa funkca wyjsciowa (ReLU,
tanh), generuja mape cech (feature map)

(i) =0 (b+ 22 wllem) Xt L+ m)>
/| m
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Pola recepcyjne | mapy cech

e Warstwa zawierajaca N neuronéw (filtréw) tworzy N map
(objetos¢, tensor n wymiarowy)
Feature Map having

depth of 3 (since 3
filters have been used)

Feature Map

r~rt-
S [
L) (m] [

Convolution
Operation

e Przy przetwarzaniu obrazéw sygnat wejsciowy to tensor 3D
(kanat, szeroko$¢, wysokos¢), w zastosowaniu rozszerzony
do 4D o wymiar zwigzany z rozmiarem mini-batcha

s(i g, k)= x(l.j+m, k+nw(i | m, n)
Imn

e tensor wyjSciowy warstwy zawierajacej N filtrow
(N, My, M), gdzie /\/I)g, /\ﬂg - rozmiary mapy wyjsciowej

nowe



Typowa architektura CNN

385



Przyktady filtréow

Gooffellow, 2016 [1]

Elephants
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Rozmiar mapy cech

e Warstwa zawierajaca N neurondw (filtréw) tworzy N map
(objetos¢, tensor n wymiarowy)

e Rozmiar mapy wyjsciowej (M, M) zalezy od:

Mt — K+ 2P!
MII"I — ! Snl ! _|_ 1

i

— rozmiar filtra (K, k,) (szerokos¢ i dtugos¢)
— przesuniecie (stride) (Sx, Sy) w kazdym z wymiaréw, np.
splot 2D

s(ig k)= x(LjixS+mkxS+nw(i,l mn)
Imn
— sposéb uwzglednienia wartosci brzegowych (zero padding), P;
- wielko$¢ rozszerzenia brzegu w wymiarze |
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Stride

Strided
convolution

e redukcja wymiaru - zmniejszenie wymogow obliczeniowych i
pamieciowych
e zmnigjszenie rozdzielczosci sygnatu

e kosztem mniej doktadnej reprezentacji

Sieci Neronowe 388



Zero padding

valid zero padding - rozmiar kolejnych map maleje w kolejnych
warstwach

A
4@%@&

e ogranicza to mozliwos¢ budowania gtebokich sieci i wymusza
stosowanie matych filtrow

e sygnat wejsciowy na brzegach ma mniejszy wptyw na sygnat
wyjSciowy

Sieci Neronowe 389



Zero padding

same zero padding - brzegi wypetnione dodatkowymi wartosciami
(zerami) aby zapewnia¢ odtworzenie wymiaru sygnatu
wejsciowego

009 HOOOOOOOOOOOOOOLO®

.% OOOOOOOOOO%C!&
.% &OOOOOOOOO
%J)&OOOOOOOOO% %

e pozwala budowa¢ bardzo g’rQbokie sieci o dowolnych
wielkosciach filtrow M = M ]
e sygnat wejsciowy na brzegach ma mniejszy wptyw na sygnat

wyjsciowy
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Wihasciwosci CNN

e rzadka reprezentacja - rozmiar filtra jest duzo mniejszy od
rozmiaru sygnatu wejsciowego, pojedyncze wejscie oddziatuje
tylko na grupe neurondéw

e wspdtdzielenie parametréw - warstwa splotowa moze by¢
widziana jako w petni potaczona warstwa ze wspotdzielonymi
wagami (duzo mniejsza liczba parametréow w stosunku do
MLP)

e réownowaznos¢ wzgledem przesuniecia sygnatu - ta sama
cecha znajdujaca sie w réznych miejscach obrazu bedzie
aktywowata ten sam filtr

e mozliwos¢ uzycia sygnatu wejsciowego o zmiennym
rozmiarze - wiekszy obraz wejsciowy wygeneruje wieksze
mapy, w przypadku MLP zwiekszenie rozmiaru wektora
wejsciowego wymaga rozbudowy architektury
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Rzadka reprezentacja

pojedyncze wejscie aktywuje wyjscie neuronu zalezne od
tylko grupe neurondéw w matego obszaru sygnatu
matym obszarze wejsciowego
CNN
ONONONORO,
ONOXONORO.

MLP

MLP
MLP: mnozenie macierzy O(m x n) parametréw
CNN: warstwa splotowa O(k x n), gdzie k < m

Zrédto grafiki: Gooffellow, 2016 [1]
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Efektywne pole recepcyjne

e Efektywne pole recepcyjne - obszar sygnatu wejSciowego
pokryty przez neurony w wyzszych warstwach, rosnie z

gtebokoscia
OJOyOJONO.
RS
ORORORORO
e stride, pooling i dilation (rozrzedzony splot) dodatkowo
zwigkszaja efektywne pole recepcyjne

e pomimo rzadkich potaczen sie¢ jest w stanie w ten sposéb
modelowa¢ ztozone zaleznosci
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Wspotdzielenie wag

e ta sama waga jest uzywana przy przetwarzaniu kazdego
punktu wejSciowego

e pojedynczy filtr pozwala wykry¢ te sama ceche w réznych
potozeniach obrazu wejsciowego (equivariance to translation)

22298

Zrédto grafiki: Gooffellow, 2016 [1] : : I :
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Rzadkie potaczenia i wspoétdzielenie wag

Przyktad: wykrywanie krawedzi dla obrazu n x n w poziomie

" m

Output

Kernel

2 4

e MLP: mnozenie petnej macierzy n?> x n> = n

e CNN: splot filtrem 1x2 (2 wagi) wymaga n? x 3 operacji
(2 mnozenia i dodawanie)

e splot drastycznie bardziej wydajny w mapowaniu
powtarzajacych sie relacji w matych, lokalnych rejonach

sygnatu wejsciowego
Zrédto grafiki: Gooffellow, 2016 [1]
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Réwnowaznos¢ przy przesunieciu

e przesuniecie sygnatu wejsciowego powoduje identyczne
przesuniecie sygnatu wyjsciowego na mapie cech

e wtasnos¢ pozadana w rozpoznawaniu obrazéw, gdzie lokalne
cechy (np. krawedzie) moga wystapi¢ w kazdym miejscu na
obrazie

e wspodtdzielenie wag dla catego wejscia nie zawsze jest
pozadane (rézne filtry w réznych obszarach obrazu), np.
rozpoznawanie twarzy ze zdje¢ paszportowych, posiadaja
charakterystyczne cechy wystepujace wytacznie w
okreslonych rejonach sygnatu wejSciowego

e splot nie jest niezmienniczy wzgledem zmiany skali lub
obrotu obrazu, osigga sie to poprzez rozszerzenie zbioru
treningowego o przypadki zdeformowane (szum, skalowanie,
obrét, zmiana kontrastu, etc..)
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Pooling

e typowa warstwa w sieciach CNN:
— liniowa aktywacja (splot)
— detekcja (nieliniowos¢ np. RelLU)
— funkcja redukgji (pooling) - ,uogdlnienie” wartosci
sasiadujacych wyjsé
e Max pooling - maksimum z pewnego podobszaru (winner
takes all)

Single depth slice
1 0o 2 3

N 2@

8
o 3 4
a

- w s
[T

JE—
Y

e redukcja wymiarowosci - przesuniecie filtra typowo réwne
Jjego wielkosci (maksimum z roztacznych obszaréw)

e inne podejscia: avg. pooling (Srednia z sasiedztwa), norm
pooling (norma z sasiadujacych wyjs¢), wazona $rednia od
centrum, niektore arc@ilétcrlehtu%rezygnuja Z te] warstwy
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Pooling wzgledem obrazu wejSciowego

Pooling zapewnia niezmienniczos¢ wzgledem drobnego
przesuniecia obrazu wejsciowego

POOLING STAGE

OYOJ OO

V‘i'x(i?{‘i’x‘i‘«

DETECTOR STAGE

POOLING STAGE

DETECTOR STAGE

Zrédto grafiki: Gooffellow, 2016 [1]
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Pooling wzgledem map cech
Redukcja wzgledem wyjs¢ réznych splotéw umozliwia

wprowadzenie do modelu niezmienniczosci wzgledem pewnych
transformacji sygnatu wejéciowego (np. obrotu)

Large response
in pooling unit
Large

Large response
in pooling unit,

Large
response Tesponse
in detector, in detector

unit 3

unit 1

LIS ||s| |b||&5 s
A

Zrédto grafiki: Gooffellow, 2016 [1]
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LeNet5 (LeCun 1998) .

17,71 98 59 79| 35| 23

RS ¢ [ 4 8T

klasyfikacja cyfr pisanych recznie oS Al
(odczytywanie czekéw) S
MNIST Y ORI G

trening: 60k cyfr, 250 oso6b,
test: 10k cyfr

. C3:1. maps 16@10x10
WPUT Gl tastm rage 54

o

AFull Convolutional Neural Network (LeNet)

BZ" | eNet-5, convolutional neural networks

Y. LeCun, L. Bottou, Y. Bengio, and P. Haffner. Gradient-based learning applied to document recognition.
Proceedings of the IEEE, november 1998
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http://yann.lecun.com/exdb/lenet/

LeNet-5

C3: f. maps 16@10x10
C1: feature maps S4:f. maps 16@5x5

INPUT 6@28x28
S2: f. maps
6@14x14 r

32x32

‘ Full comLection ‘ Gaussian connections
Convolutions Subsampling Convolutions ~ Subsampling Full connection

Layer kernels size output connections parameters
Input 1x32x32

C1 6 5x5 6x28x28 122304 156
S2 2x2 6x14x14 5880 12
c3 16 5x5 16x10x10 151600 1516
S4 2x2 16x5x5 2000 32
C5 120 5x5 120x1x1 48120
F6 84 84x1x1

Output 10 10x1x1
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LeNet-5 potaczenia S2-C3

Mapy C3 zaleza wytacznie od wybranych map S2

0123 45 6 7 8 9 101112131415
00X X X X X X XX X X
11X X X X X X X X X X
21X X X X X X X X X X
3 X X X X X X X X X X
4 X X X X X X X X X X
5 X X X X X XX X X X

e redukcja liczby potaczen

e przetamanie symetrii sieci - rézne sygnaty wejSciowe
pozwalaja uzyskac réznorodne (by¢ moze komplementarne)
zestawy detektorow cech
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Przyktad

150

20@3x3

40 @ 9x9

800 @ 5x5

20 @ 13x13

20 @ 26x26

20 @ 4x4
1@ 29x29

wizualizacji aktywacji sieci

L6-Output
- — Layer

class 27

L5-Fully
Connected
Layer
L4-MaxPooling
Layer

L3-Convolutional
Layer

Filters

[z 7] 2] 2 A L2-MaxPooling
g . ApREAEE Layer

!!E Z.-!!! Lrcomousons

Layer

Filters

SENDRJNEN SMOERECEERD

Lo-Input

IF"\Wizualizacja sieci splotowej
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http://scs.ryerson.ca/~aharley/vis/conv/flat.html

LeNet-5 btedy klasyfikacji

3->7 2->7 8->3 9->4

2
f'%(ﬂ9?/¢i‘l

& 3 < 14

>8 2-»>8 3->5 6->5 7->3

7

~
> N
Wy VII_
14} @
— ™
A n
ﬂlﬁ | \\J 1
~ 0
(3] @
A R

¢

->3 4->8 3->9 6->0 9->8 4->9 6->1 9->4 9->1

5

n

4
s

6

b0 L

1-55 9-58 6->3 0->2 6->5 9->5

g

I.

Z

2->8 8->5 4->9 7->2 7-»2 6-35 9->7

2 = & 2 7

/ &

4->9 2->8
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LeNet-5 poréwnanie z innymi metodami

Linear
[deslant] Lincar
Paiwise

K-NN Euclidean
[deslant] K-NN Euclidean
40 PCA + quadratic

1000 REF + linear
[16x16] Tangent Distance
SVM poly 4

RS-SVM poly 5

[dist] V-SVMpoly 9

28x28-300-10

[dist] 26x28-300-10
[deslant] 20x20-300-10
28x28-1000-10

[dist] 1000-10
28¢28-300-100-10
[dist] 28x28-300-100-10
26x28-500-150-10
[dist] 26x28-500-150-10

[16x16] LeNet-1
LeNet4

LeNet-4 / Local
LeNet-4 / K-NN
LeNet-5

[dist] LeNet-5

[dist] Boosted LeNet—4

05 1 15 2 25 3 35 4 45 5
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znieksztatcenia |

SC Na szum,

P

LeNet-5 odporno

nietypowe przypadki

g

C1 s2 C3 84 C5
v '3

3
i
-

406
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ImageNet

E.

Revolution of Depth
152 Iavers' =

11.7

m tolayers I
Al
. 6.7

3 57 I o I 8 layers 8 layers sha\luw

ILSVRC'15  ILSVRC'14  ILSVRC'14  ILSVRC'13  ILSVRC'12  ILSVRC'11  ILSVRC'10
ResNet GoogleNet VGG AlexNet

ImageNet Classification top-5 error (%)

e =" CNNs Architectures used on ImageNet
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https://medium.com/@siddharthdas_32104/cnns-architectures-lenet-alexnet-vgg-googlenet-resnet-and-more-666091488df5

AlexNet (A. Krizhevsky, 2012)

e Zwyciezca ¥ ImageNet w 2012 z poprawnoscia 15.3%
(poprawa z 26% )
e 1.2M obrazoéw, 1000 klas

e architektura wzorowana LeNet5 ale gtebsza (8 warstw) i
wiecej filtrow na warstwe (11x11, 5x5, 3x3)

e sekwencje warstw splotowych z jednostkami RelLU

e reqularyzacja: dropout, L2, rozszerzanie danych,
normalizacja wyj$¢ wybranych warstsw

e SGD z momentem, 20 epok, 6 dni treningu (2x NVIDIA
GTX 580 3GB GPUs), 60M parametréw

A. Krizhevsky, |. Sutskever, G.E. Hinton, ImageNet Classification with Deep Convolutional Neural Networks,
2012
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http://www.image-net.org/challenges/LSVRC/

A I ex N et Layer kernels size stride output
Input 224x224x3
Cl1 + LRN 96 11x11 4x4
MaxPooling 3x3 2x2 55x55x96
C2 + LRN 256 5x5
MaxPooling 3x3 2x2 27x27x256
Cc3 384 3x3 13x13x384
C4 384 3x3 13x13x384
C5 256 3x3
MaxPooling 3x3 2x2 13x13x256
F6 + dropout(p = 0.5) 4096
F7 + dropout(p = 0.5) 4096
Output softmax 1000

13 dense

Max
pooling pooling

Sieci Neronowe
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AlexNet

rille e aa jascar cat
agaric Tmonkey
mushroom | ara) oeiter mcnkgy
Jelly fungus elderberry
beach wagon

Imalsnmel] Hendmamaatnge:s R howler monkay Obraz We_]éC|OWy | 6 n anllzszyCh
wzorcow wzgledem odlegtosci
5 najsilniejszych odpowiedzi Euklidesowej wektora pobudzen

ostatniej warstwy ukrytej
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0.75

057\ \

0.254 ==

Training error rate

Epochs

e Poroéwnanie szybkosci zbieznosci 4 warstwowej sieci
splotowej z jednostkami RelL.U i tanh na danych ImageNet

e Zastosowanie RelLU do kilkukrotnego przyspieszenia
zbieznosci

e Inicjalizacja: wagi z rozktadu Gaussa N(0,0.01), obciazenia
(bias) b =1, stad wiekszos¢ RelLU aktywnych na poczatku
treningu
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Dropout

Droopout (Srivastava et al., 2014) dla kazdego wzorca
treningowego z prawdopodobienstwem p ,wyrzuca” jednostki
(zeruje ich aktywacje), odrzycoone jednostki nie biora udziatu w

treningu

(a) Standard Neural Net (b) After applying dropout.

Rys: ¥ ResNet, AlexNet, VGGNet, Inception: Understanding various architectures of Convolutional Networks

by Koustubh Sinhal
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https://cv-tricks.com/cnn/understand-resnet-alexnet-vgg-inception/

Dropout

W czasie ewaluacji dropout jest wytaczany (p = 1)

Kazdy krok uczenia odbywa sie ze zmieniona losowo
architektura sieci ale wagi s3 wspétdzielone,

Dla n jednostek mamy 2" mozliwych architektur, trening w
mini-batchu usrednia gradient wzgledem réznych |,
wylosowanych sieci

Przeciwdziata powstawaniu ztozonych relacji pomiedzy
wieloma neuronami, stad pojedynczy neuron jest zmuszony
wykrywac¢ bardziej wartosciowe cechy, niezalezne od wptywu
innych neuronéw

Wolniejsza zbieznos¢ (AlexNet 2 x wolniej) ale silnie
zapobiega przeuczeniu
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Local response normalization

min(N—1,i4+n/2)
b;,y = ai,y/ k+a Z (3{<,y)2
Jj=max(0,i—n/2)
dla kanatu i oraz pikseli w pozycji x, y
e normalizacja wartos¢ wyjsciowych Rel.U
e k=2,n=5a=10"% B = 0.75 dobrane heurystycznie ze
zbioru walidacyjnego
e realizuje normalizacje jasnosci dla n sasiadujacych kolejnych
e w AlexNet poprawa o 1.4% (top 1) oraz 1.2% (top 5)
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Dodatkowa regularyzacja

Data augumentation
e przesuniecie i odbicia: losowanie obrazkéw 224x224 z
256x256, zwiekszenie zbioru 2048 razy niezbedne do
unikniecia przeuczenia przy tak duzej sieci
e losowa modyfikacja intensywnosci kanatéw RGB
e porawa ponad 1% (top 1, top 5)
MaxPooling z nakrywaniem
e kernel 3x3, stride 2x2
e poprawa 0.4% (top 1) i 0.3% (top 5) wzgledem prébkowania
bez nakrywania (kernel 2x2)
e obserwacja: AlexNet rzadziej ulegat przeuczeniu

Zastosowanie 2 rdzeni GPU pozwolito na szkolenie sieci o
wiekszej liczbie filtréw co zaowocowato poprawa 1.7% (top-1)
oraz 1.2% (top-5) w poréwnaniu z mniejsza sieci na 1 rdzeniu
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Filtry w pierwsze) warstwie

96 filtréow pierwszej warstwy splotowej, osobne kolumny warstw
splotowych uczg sie wykrywania innego typu relacji, obserwowane
przy kazdym treningu
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VGGNet (Simonyan and Zisserman, 2014)

| g 4
224 / ¢ 2 i
% 512 512 512 feB+softmax
< convs
< 512 512 512
convd
256 256 256 1 1
conv3 fcb feT
comv1
TR T

o | o] e | Towe | Teveg | 7w
Pl I IRl I I
. wpa(2Tx IRCBmage |
S | o [ comaer | comres | comaes
T | e [ [
e bloki warstw splotowych + max pooling T T T T T T
el RS
. . - ey
o wielko$¢ map zmniejszana o potowe po - e —
. (ws-slzlmmx-sll|mw1-su o312 | comi 312 | comasny
kazdym bloku P e e
L ) ) ST e e S
e iloS¢ filtréw zwiekszana 2 krotnie po ‘"”""'I“""""'I‘""""' i | omsiz |

kazdym bloku i

FC-T000

Solt-max.
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VGGNet

e zamiast duzych filtréw (11x11, 7x7, 5x5) stosuje we
wszystkich warstwach filtry 3x3 zwiekszajac ich efektywne
pola recepcyjne sekwencjami warstw splotowych

e mate filtry 3x3 zdolne do wykrycia bardziej subtelnych relacji
w obrazach

e zwiekszenie gtebokosci pozwala trenowac bardziej ztozone
cechy

e stride=1, brak utraty informacji, gesta konwolucja

e kilka architektur od 11 do 19 warstw (VGG16, VGG19)

e 138M parametréw

e trening 2-3 tygodnie (4x GPU), duze wymagania pamieciowe
I obliczeniowe

K. Simonyan, A. Zisserman, Very Deep Convolutional Networks for Large-Scale Image Recognition, arXiv
technical report, 2014
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GooglLeNet/Inception

Inception module

e maty stosunek rozmiaru mapy do ilosci filtréw, np. 128
filtrow 3x3 i 32 filtry 5x5

e réwnolegte sploty o réznej wielkosci filtréw 1x1, 3x3, 5x5 -
detektory cech o réznej skali

e kazdy wiekszy filtr poprzedzony splotem 1x1 w celu redukgji
liczby parametréw (redukcja liczby kanatéw do 1)

Filter
concatenation

_—7

3x3 i 5x5 i 1x1

1x1 i L) ) [}

ﬂuﬁons 1x1 convolutions 3x3 max pooling

Previous layer
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Redukcja ztozonosci splotem 1x1

@ )

14x14x480 14x14x48

liczba operacji (14 x 14 x 48) x (5 x 5 x 480) = 112.9M

1x1 5x5
48

14x14x480 14x14x16 14x14x48

liczba operacji
(14 x14 x16) x (1 x1x480)+ (14 x 14 x48) x (5 x5 x 16) =
1.5M + 3.8M = 5.3M

Rys: ¥ Review: GoogleNet (Inception v1)— Winner of ILSVRC 2014 (Image Classification) by Sik-Ho Tsang
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https://medium.com/coinmonks/paper-review-of-googlenet-inception-v1-winner-of-ilsvlc-2014-image-classification-c2b3565a64e7

Rys: ¥~ Review: GoogLe/\let

Global average pooling

Globalne usrednienie wzgledem kanatéw (global average pooling)
zamiast petnej potaczonej warstwy za ostatnig warstwa splotowa

Fully connected Global Average pooling
1

1024 H 1024

1024 o
1024

7 x 7 x 1024 x 1024 = 51.3M

e Warstwy w petni potagczone zawierajg najwiecej parametréw
(w AlexNet 90% parametréw) w sieci

e global average pooling: 0 wag, usrednienie wartosci dla

poszczegdlnych kanatow
nception v1)— Winner of ILSVRC 2014 (Image Classification) by Sik-Ho Tsang

e GoogleNet poprawa peprawnosci top-1 o 0. 6% o1

eronowe



https://medium.com/coinmonks/paper-review-of-googlenet-inception-v1-winner-of-ilsvlc-2014-image-classification-c2b3565a64e7

GoogleNet/Inception

- /H
aafaagaliyl

22 warstwy

warstwy przewezajace (bottlenetk) - dodatkowo redukuja
ztozono$¢ sieci

kilka wyjs¢ softmax

e poprawnos¢ 93.3% top-5 na ImageNet, duzo szybszy w
treningu of VGG

Sieci Neronowe 422



ResNet (Residual Neural Network, Kaiming He
et. al 2015)

Bloki ze skrétami (residual module)

weight layer

x
identity

Figure 2. Residual learning: a building block.

e sktory” tacza wejscia bloku z wyjsciem poprzez
odwzorowanie jednostkowe

e przejscia ,skrétowe” pomagaja uczy¢ bardzo gtebokie sieci
(152 warstwy)

e zapobiegaja zanikaniu gradientu (sygnat moze by¢
propagowany skrétamis)
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ResNet
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e wiele blokéw zawierajacych sploty 1x1, 3x3, 1x1

e regularyzacja: batch normalization
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Batch normalization

Batch normalization (loffe, 2015) normalizuje wejscia x,-(k)

warstwy wzgledem wartosci éredniej u(®) i wariancji o) wzdtuz
wymiaru k dla mini pakietu

y = A5{0 4 gk

gdzie «v i B podlegaja adaptacji w czasie treningu
Czynnik normalizujacy kazde wejécie

k k

NOl 1) — )
i o

+ €

Srednia i odchylenie dla minipakietu o rozmiarze m

m m

— 1 2
pe=—3% x,  0p=—> (xi—
loffe, Sergey; Szegedy, Christian (201F). “B=fch Normalization: Accelefdlinftdep Network Training by
Reducing Internal Covariate Shift". =1 =1
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Batch normalization

e przyspiesza trening, poprawia stabilnos¢ treningu oraz
polepsza generalizacje

e rozwigzuje problem przesuniecia kowariancji - gdy zmienia sie
wyjscie warstwy poprzedniej wowczas warstwa nastepna musi
dopasowac sie do nowego rozktadu danych

e mozna stosowac wieksze kroki uczenia bez obawy
znikajacego lub eksplodujacego gradientu

e wieksza odpornos¢ na wptyw réznorakiej specjalizacji i metod
treningu

e wygtadza powierzchnie btedu ( Santurkar, 2018)
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RNN

Siecl rekurencyjne |
modelowanie sekwenc]i
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Modelowanie sekwencji

e Dane sekwencyjne lub zalezne od czasu: sygnat audio, tekst,
ruch obiektéw, EEG, ...

e Modelowanie sekwencji: generowanie tekstu (chatboty),
generowanie muzyki, etykietowanie obrazéw, sterowanie
ruchem robota, ...

e Przetwarzanie sekwencji: maszynowe ttumaczenie,

rozpoznawanie mowy, rozpoznawanie pisma, przetwarzanie
strumieni wideo, ...

e Klasyfikacja sygnatéw czasowych, wykrywanie wzorcoéw w
sekwencjach, predykcja (np. przewidywanie notowan
gietdowych)
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Modelowanie sekwencii

one to one one to many many to one many to many many to many

Nviuiy J Jol Dot
J DDD D{H] D{Fﬂﬂﬂ DDD
i

t t

i 100 0oo il

e sieci jednokierunkowe: wejscie i wyjscie o statym rozmiarze
generowanie sekwencji dla pojedynczego wejscia, np. opis
obrazéw
e sekwencyjne wejscie: np. klasyfikacja tekstow
e wejsScie | wyjscie sekwencyjne:

— bez dopasowania ramek, np. ttumaczenie maszynowe,

rozpoznawanie mowy
— z dopasowaniem ramek (alignment), np: etykietowanie ramek

Y Andrej Karpathy, HsWe!Qegg/de to Neural Networks
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Modelowanie sekwencji

e MLP: dodanie statego kontekstu do wejscia: np. 2 ramki z
lewej i prawej (poprzednie i przyszte wektory wejsciowe)

f(t V. [Xt_2, Xt_l, Xt, Xt+1, Xt+2]
e CNN: splot wzgledem wymiaru czasu, staty kontekst
odpowiada wielkosci efektywnego pola recepcyjnego w

wymiarze czasu.
TDNN (time-delay neural network) model ze splotem 1D w

domenie czasu.
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Uczenie sekwencji z MLP i CNN

MLP TDNN

output

fully-connected
= ™

1D conv
. layer
. . E‘ x1
e ® @
g x3
t-3 t-2 t-1 t

input

output OOO
hdden OO OOOO
me OOOO0OO0O00O0O0O

x1 x2 x3 x1 x2 x3 x1 x2 x3
t-2 t-1 t

2 frames of context

3 [0OJ

T frames of context

Zrédto grafik: Steve Renals, Machine Learning Practical — MLP Lecture 9
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TDNN (Waibel, 1987)

Mo fdl et
Output Layer
1 (phonemes)

Hidden Layer 2

Hidden Layer 1

Input Layer
(spectrogram)

Alexander Waibel, Phoneme Recognition Using Time-Delay Neural Networks, 1987.
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Przyktady

Model akustyczny, rozpoznawanie fonemow z
nagran audio

Analiza sygnatow EEG, CNN + widma EEG

Input layer Conv 1: Subsample 1: Conv 2: Subsample 2: FC
46x46 px 10@22x22 40@11x11 100@7x7 100@3x3 output

Nurse, E., Mashford, B. S., Yepes, A. J., Kiral-Kornek, 1., Harrer, S., & Freestone, D. R. (2016). Decoding
EEG and LFP Signals using Deep Learning: Heading TrueNorth
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RNN

Sie¢ jednokierunkowa

¢ Sieci jednokierunkowe
uzywaja jedynie kontekstu o
skonczonej dtugosci, nie s3
w stanie wykry¢ zaleznosci
w dtuzszych okresach czasu
(long-term)

e Sieci rekurencyjne (RNN)
posiadaja potaczenia do
wczesniejszych warstw,
wyjscie w chwili t zalezy od
stanu z czasu t —1
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Stan ukryty jednostek RNN

h' = f(h'* x";9)

e neurony z potaczeniami rekurencyjnymi dziataja
jak pamiec - potencjalnie s3 w stanie modelowa¢
relacje wystepujace z dowolnie dtugim odstepem
czasowym (nieskonczony kontekst)

e wektor ht tworzy skompresowang reprezentacje
sekwencji, mapuje dowolnie dtuga sekwencje na
wektor o skonczonej dtugosci

e stan poczatkowy h® moze byé¢ interpretowany
jako dodatkowy sygnat wejsciowy, typowo
inicjowany zerami
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Rozwiniecie rekurencji w czasie

f Unfold

Rozwiniecie sieci RNN do postaci sieci jednokierunkowej, gdzie
wagi potgczen s wspotdzielone

Sieci Neronowe 436



Efektywnos¢ kodowania

e Sie¢ RNN z rekurencja w warstwach ukrytych spetnia
wymagania uniwersalnej maszyny Turinga

e |los¢ parametréow opisujgcych stan h ma wptyw na wielko$¢
pamieci ale nie musi zaleze¢ od dtugosci sekwencji

RNN, stan obecny zalezy
posrednio od standow z

o przesztosci, iloS¢ parametréw
petny model sekwencji, ilos¢ stata wzgledem dt.

parametréw O(k™) sekwencji O(1)
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Sie€ z jedng warstwa rekurencyjna
of = softmaxy (Z Virht + bk>

w ;
o‘ hE=o | > upxf+ ) wiht™! + b
J r

U

Zrédto grafiki: Goodfelow, Deep Learning, 2016
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Wsteczna propagacja w czasie

—» “‘

Unfold
W o=

OL ‘“’hi"

U

5 588

e Rozwinieta sie¢ odpowiada gtebokiej sieci jednokierunkowej
ze wspotdzielonymi wagami W, V, U
e BPTT backpropagation through time - trening za pomoca
wstecznej propagacji odbywa sie analogicznie jak w
jednokierunkowych sieciach.
Zrédto grafiki: Goodfelow, Deep Learning, 2016
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Wsteczna propagacja w czasie

O — 0

0‘ ';4\1‘—2 W ‘WP' ;‘\7‘

©
Funkcja kosztu dla catej sekwencji:

L6, ) Ay Yy = S 3L

t

6:

Lt - koszt w kroku t (np. cross-entropy) zalezny od x!,

,
Owl =Y 08uL(y' o)

t=1
Aktualizacje wag s3 akumulowane dla sygnatu btedu
propagowanego w kolejnych krokach czasu

Zrédto grafiki: Goodfelow, Deep Learning, 2016
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Przyktad: CharRNN

e model jezyka oparty na znakach (alfabet: h, e, |, 0)

e RNN modeluje rozktad prawdopodobiefnstwa wystapienia
nastepnego znaku w sekwenc]ji

target chars: “e” i ‘o o
1.0 0.5 0.1 0.2
219 03 05 15
output layer 50 Ko i Vit
41 12 =4 22
[ [
03 1.0 0.4 |w ph|-03
hidden layer | -0.1 ——| 0.3 ——|-05 —>| 0.9
0.9 0.1 03 0.7
T TW_xh
1 0 0 0
i 0 1 0 0
input layer 0 9 5 2
0 0 0 0
input chars:  “h” “o” “Ir T

I¥" The Unreasonable Effectiveness of Recurrent Neural Networks
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Wsteczna propagacja w czasie

e Rozwinieta w czasie sie€ tworzy gteboka sie¢ neuronowa ze
wszystkimi tego konsekwencjami (zanikajacy gradient dla
relacji odlegtych w czasie, rzadziej - wybuchajacy gradient)

e Obliczenia dla dtugich sekwencji sa kosztowne

e Truncated BPTT - ograniczenie dtugosci sekwencji do
statej wartosci (np. 20)
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Pojedyncze wyjscie na koncu sekwencji

[
\
U U Ut U
/7N
(e
\ ’
~_~

Sie¢ produkuje wyjscie po obejrzeniu catej sekwencji, np.
klasyfikacja wpiséw w portalach spotecznosciowych pod wzgledem
emocji

Sieci Neronowe 443



Pojedyncze wejscie generujace sekwencje

e Sie¢ produkuje sekwencje wyjs¢ przy prezentacji statego
wzorca (np. etykietowanie zdjec).

e Sygnat wejsciowy petni role kontekstu
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Dwukierunkowa sie¢ RNN

Sieci dwukierunkowe RNN facza warstwy z rekurencja zalezna
od sygnatu przesztego h z rekurencja zalezna od przysztego
sygnatu g

Schuster, Mike, and Kuldip K. Paliwal. "Bidirectional recurrent neural networks.Signal Processing, 1997
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Dwukierunkowa sie¢ RNN

e informacja z przysztosci moze zawierac istotng informacje,
np. dzwieki kolejnych fonemoéw (koartykulacja), znaczenie
stéw w zdaniu

e wyjscia sieci w dowolnym momencie zaleza od catej
sekwencji wejsciowe]j

e zastosowanie: rozpoznawanie mowy (Graves, 2008, 2009),
bioinformaryka (Baldi, 1999), rozpoznawanie pisma (Liwicki,
Marcus, 2007)

e dla obrazéw 2D mozliwe zastosowanie sieci 4 kierunkowych,
co pozwala modelowac odlegte relacje, jednak nie s3 one tak
wydajne w tych zastosowaniach jak CNN
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Model Encoder-Decoder

w x Y z <E0s>

A B c <E0s> w x Y z

Sutskever et al (2014). “Sequence to Sequence Learning with Neural Networks”, NIPS.
K Cho et al (2014). “Learning Phrase Representations using RNN Encoder-Decoder for Statistical Machine

Translation”, EMNLP. Sieci Neronowe
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Model Encoder-Decoder

seq2seq (Sutskever, 2014) to dwie sieci RNN uczone
jednoczesnie:

e enkoder (reader, input) przetwarza sekwencje wejsciowa
generujac kontekst C

e dekoder (writer, output) zaleznie od kontekstu C generuje
sekwencje wyjsciowa

o wielkos¢ kontekstu C moze ograniczy¢ zdolnos¢ sieci do
reprezentacji dalekich w czasie relacji

e dodanie uwagi (attention model, Bahdanan, 2015) -
uwzglednienie w C wiecej informacji z enkodera, ktoére
skaluja wyjscia dekodera
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Deep RNN

©

0 %
oL
o1

O

O

e warstwowe RNN - kolejne warstwy tworza hierarchie
reprezentacji (Graves, 2013)

Goodfelow. Deep Learning, 2016
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Problemy uczenia gtebokich sieci RNN

e znikajacy gradient dla odlegtych w czasie relacji (zanika
wykfadniczo z czasem), rozwigzaniem LSTM

e niestabilnos¢ uczenia - eksplodujacy gradient, rozwigzanie:
przycinanie gradientu i regularyzacja

e gradient clipping - ograniczenie wartosci gradientu dla
wszystkich wymiaréw w mini-batchu, moze zmieni¢ kierunek
spadku gradientu

e norm clipping: jesli ||g]| > v to g - 17

Without clipping With clipping

Jwb)
Jwb)
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Long Short-Term Memory

Legend

block output

LSTM block y unweighted connection

—— weighted connection

peepnales connection with time-lag

..... input

branching point

©  muliplicaion

e @ sumoverall npus

. gate activation function
(always sigmoid)

‘nput gate V input activation function
(usually tank)

output activation function

(usually tanh)

o)

=g(W. X'+ R.y*" 1 +b,)
=o(W X"+ Riy" ' +p, ©0ct ! +by)
f' = o(W;X' + Ryy' ™ + p; © ' +by)
cd=ioz+foc!
ot = (WX '+ R,y ' +p,®ct +by,)
yt=ot ®h(ch)
Sepp Hochreiter, Jiirgen Schmidhuber, ,,Long short-term memory”, 1997
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LSTM

e LSTM niweluje wptyw zanikania gradientu, dzieki czemu
pozwala mapowac odlegte w czasie relacje

e \Wprowadza dodatkowa wewnetrzng jednostke stanu ¢

e Stan ¢! zalezy w sposéb liniowy od stanu poprzedniego ¢f~1

(liniowa rekurencja), wiec nawet przy bardzo dtugich

rekurencjach gradient ma szanse nie zanikna¢ (long-term

memory)

e Bramki wejsciowa, wyjsciowa | bramka zapominania steruja
zapamietywanymi informacjami, zaleza od sygnatu
wejsciowego i stanu poprzedniego

e Funkcja rézniczkowalna - mozna uczy¢é metodami spadku
gradientu i wsteczna propagacja
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LSTM

e Bramka wejsciowa ma wptyw na to jaki sygnat zostanie
zapisany w jednostce stanu c

e Bramka zapominania (forgate gate) steruje wptywem
poprzedniego stanu ¢!~ ! na obecny stan c!

e bramka wejSciowa i zapominania wptywaja na to co
umieszczane jest i co jest usuwane ze stanu

e Bramka wyjsciowa - steruje iloscig informacji przeptywajaca
ze stanu wewnetrznego do wyjscia jednostki, pozwala np.
zachowac¢ na poézniej informacje, ktére w tym momencie nie
sg istotne
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Gated Reccurent Unit

e GRU (Kyunghyun Cho et al., 2014) brak jednooki
wewnetrznej ¢ i bramki wyjsciowe]

e bramka resetu R; i bramka aktualizacji Z;

e mniej parametréw wzgl. LSTM, poréwnywalna jakos¢
wynikéw dla wielu probleméw

@ 2z = 0g(Wozy + Uzhy—y + 1)
re = og(Wrzy + Uphiy +b;)
CEEE e (1= z) oy + 20 0 0n(Wase + Un(re o hu ) + ba)

Zrédto: https://en. wikipedia. org/wiki/Recurrent_neural_network

Sieci Neronowe 454


https://en.wikipedia.org/wiki/Recurrent_neural_network

Connectionist Temporal Classification

e metoda treningu sekwencji, gdy nie ma dostepnego
dopasowania ramek (aligement), dtugos¢ sekwengji
wejsciowe]j jest dtuzsza od sekwencji wyjsciowej, np.
transkrypcja tekstu na podstawie nagran audio

e wyjsScie softmax uzupetnione o dodatkowa etykiete 'blank’
L' = L U {blank} generuje rozktad prawdopodobienstw
zaobserwowania sekwencji etykiet (Sciezki) y’ o dtugosci T

PROBABILITIES OF PHONEMES PHONETIC TRANSCRIPTION

.
/) — goYoxcyo)
|X_H'Dytlx '\®—>kaeaat—>kaet
t=1 - Q000
0000 b
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Connectionist Temporal Classification

CTC poszukuje sekwencji etykiet o najwiekszej wiarygodnosci
P(y|x) marginalizujac po wszystkich mozliwych Sciezkach y’ z
blankiem

py) = > PIx)
y'eEM™1(y)
gdzie M mapuje sekwencje etykiet o dtugosci T do sekwencji
krotszej poprzez usuniecie wszystkich blankéw | powtarzajacych
sie etykiet M(a — ab—) = M(—aa — —abb) = aab

Funkcja kosztu

L=—>"logp(ylx)

Graves, A., Fernandez, S., Gomez, F., Schmidhuber, J., Connectionist temporal classification: labelling
unsegmented sequence data with recurrent neural networks. 2006.
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Connectionist Temporal Classification (CTC)

Deep Speech - CTC

No alignment needed!

A

Sieci Neronowe
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Predykcja CTC

Framewise

label probability

¢ eTe

e CTC generuje sekwencje pikow etykiet (fonemow)
przedzielonych etykietg 'blank’

e w sieci z kosztem CE przesuniecie granic fonemu wzgledem
poprawnego dopasowania owocuje btedem nawet gdy fonem
jest poprawnie przewidziany

e wyjscie CTC moze by¢ wykorzystane bezposrednio (bez
koniecznosci dalszego sper_zetwarzania) do transkrypcji
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Automatyczne rozpoznawanie mowy

Front-end

noise
s

mismatch
|

-

AN

Back-end
Acoustic Language
Model J[ Model J[v“"’”"”:
- - -
Decoder

W = arg max P(W)P(Y|W)

J

recognition
result

Zrédto grafiki: https: //wuw. esat.kuleuven. be/psi/spraak/theses/08-09-en/MDT. php
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Przyktad: Deep Speach 2

CTC
Fully
(AXXXXEN) Connected
Recurrent
or
GRU
iz (Budectona)
Normalization
oraD
Convolution
Spectrogram

Amodei, Dario, et al. "Deep speech 2: End-to-end speech recognition in english and mandarin."(2015).
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Read Speech
Test set DS1 DS2  Human
WSJ eval’92 494 3.60 5.03
WSJ eval’93 694 498 8.08
LibriSpeech test-clean ~ 7.89  5.33 583
LibriSpeech test-other  21.74  13.25 12.69
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NeuralTalk - generator opiséw zdjec

bouquet of bottle of water _glass of water with
red flowers ice and lemon

“straw” “hat” END

dining table
with breakfast
BE-items

plate of fruit

START “straw” “hat”

Multimodal Recurrent Neural Network ¥~ NeuralTalk2

Karpathy A., Fei-Fei L. ,,Deep Visual-Semantic Alignments for Generating Image Descriptions”, 2015

Sieci Neronowe
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Uczenie nienadzorowane

Autoenkodery 1| RBEM
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Uczenie nienadzorowane

e Uczenie nadzorowane (supervised) - dane wejsciowe X
posiadaja spodziewane wyjscie (etykiety) (X,Y)

e Uczenie nienadzorowane (unsupervised) uzywa wytacznie
danych wejsciowych X. Dane bez etykiet s3 powszechnie
wystepujace.

— trening automatycznie wykrywa istotne cechy w danych,
— modeluje rozktad pr. danych

e Modele sieci:
— autoenkodery (AE)
— Restricted Boltzman Machines (RBM)
- GAN

e Zastosowanie:
— kodowanie sygnatu, wykrywanie istotnych cech, usuwanie
szumu i rekonstrukcja sygnatu
— inicjowanie gtebokich sieci DNN
— generowanie sygnatéw
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Autoenkodery

.—> Encoder —>E—> Decoder —>

Original
input

Reconstructed
input

Compressed
representation

e kodujg cechy specyficzne dla danych treningowych, nie
generalizuja

e kompresja stratna - wymagamy by sygnat nie byt
jednostkowym odwzorowaniem

e W sposob automatyczny tworza reprezentacje danych,
modeluja rozktad prawdopodobienstwa sygnatu

e koder i dekoder moze by¢ siecig neuronowa, uczenie

Rys: ¥~ Building Autoencoders in Keras .
wsteczna propagacja btedu

Sieci Neronowe
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https://blog.keras.io/building-autoencoders-in-keras.html

Autoenkodery

Encoder: Decoder:
h = f(x) x = g(h)
= o(Wx + b) = o(W'h(x) + b’)

e Autoencoder - sie¢ jednokierunkowa, ktoérej celem jest
rekonstrukcja sygnatu wejsciowego

e warstwa ukryta h: koduje sygnat wejSciowym, detektor cech,
skompresowana reprezentacja danych

e czesto W = W' wspétdzielone wagi

Zrédto grafiki: http: //ufldl. stanford. edu
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Koszt rekonstrukgji

Funkcja rekonstrukcji L(x, X)

e MSE dla danych wejsciowych rzeczywistych

L R) = 5 D0 (% — )

k

— liniowa aktywacja warstwy wyjsciowej X = W'h + b’

e Cross Entropy dla danych wejsciowych binarnych
L(x,%) == > xilog X + (1 — xi) log (1 — %)

e trening wsteczng propagacja btedu

e odwzorowanie jednostkowe nie jest pozadane, dlatego
trening posiada rézne ograniczenia zapobiegajace utworzeniu
takiego odwzorowania
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Niekompletny autokoder

od rozmiaru wejscia,

e kompresja sygnatu do rozmiaru h

Niekompletny AE (undercomplete) gdy warstwa h mniejsza

dla liniowego dekodera wynik jest réownowazny z PCA

e Przyktad: input-output: 32x32 , hidden (code size): 32

Original

src: W Manash's blog

]
2
4
6
8

Code

5 Reconstructed 3 Criginal
10 1 .
2 0 “i'
0 £l -

0 20
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https://blog.manash.me/implementing-pca-feedforward-and-convolutional-autoencoders-and-using-it-for-image-reconstruction-8ee44198ea55

Regularyzowany AE

e wielko$¢ h decyduje o pojemnosci ale za duza pojemnos$¢
sprawia, ze AE nie jest w stanie wyekstrahowa¢ wartosciowe]
informacji o rozktadnie sygnatu wejsciowego (wejscia moga
by¢ kopiowane na wyjscie)

e Nadkompletny AE (overcomplete) gdy rozmiar h wiekszy
od x,

— brak kompresji

— nie gwarantuja uzyskania wartosciowych reprezentacji bez
dodania odpowiedniej regularyzacji wymuszajacej odpowiednia
reprezentacje w h (np. rzadkos¢)

e Rzadki autoencoder z karg za nie rzadkay reprezentacje

L(x, %) + 1> |hi

— w celu uzyskania rzadkich aktywacji mozna tez uzy¢ RelLU
(Glorat, 2011)
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Autoenkoder z odszumianiem (DAE)

e Denoise autoencoder (DAE) usuwa
szum (lub inne znieksztatcenia) sygnatu
wejsciowego.

e Sygnat wejSciowy X jest znieksztatcong
kopig x a AE uczy sie odtwarzac
oryginalny sygnat bez deformacji

IIEIIII

src: ¥ Building Autoencoders in Keras
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https://blog.keras.io/building-autoencoders-in-keras.html

Kurczliwy AE

e Contractivw autoenkoder (CAE)
L(x, %) + M| Veh(x)] 2

e kara za duzg zmiennoS¢ reprezentacji przy zmianie sygnatu
(norma Frobeniusa)

192 ||F—ZZ( 00’

S. Rifai, et. al, (2011) Contractive Auto-Encoders:Explicit Invariance During Feature Extraction
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Wariacyjny AE

e Variational autoencoders (VAE) jawnie modeluje rozktad

gestosci kodowanej reprezentacji (np. o, u; rozktadu

N(wi, o/))

mean vector

sampled
latent vector

Encoder
Network

(conv)

e sygnat dekodera jest probowany z nauczonego rozktadu
e model generatywny - mozliwe probkowanie danych

wyjsciowych
Si

Decoder
Network

(deconv)

il

standard deviation
vector
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Kullback—Lelbler divergence

e do kosztu rekonstrukgcji (np .MSE) minimalizuje czton
regularyzujgcy wymuszajacy odpowiedni rozktad danych w
warstwie kodujacej (KL divergence), np. preferujacy rozktad
N(0, 1)

n
> o7 +ui —log(oy) — 1
i=1

e minimumgdy o; =1, u; =0

e wymusza rozktad zakodowanych danych w centrum
przestrzeni ukrytej, minimalizacja kosztu rekonstrukgji
konkuruje z regularyzajca prébujac rozdzieli€ gduty réznych
danych
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VAE na MNIST

generowanie cyfr dla siatki

2 wymiarowe]

warstwy ukrytej dekodera

ci

15x15 warto

wizualizacja danych

treningowych w 2 wymiarowe;j
warstwie ukrytej kodera

SSSSNNNLYLYLYY
SSNNNNSN Y YYLYYL LYY Y
R N NN AL LA L AR R
U NUNUNU L L L R R R
=ttt gaay
ettt ngguey
e nnagaey
LI L N L L L L L E R R )
RN QR
TN
~ecrrrrrddaQQ
T ddadQQ
[l ol ol ol - N X K< e XeXo)
o rssso000
G rssds80000

Architektura: Input-512-2-(u, 0)-2-512-Output

src: ¥ Building Autoencoders in Keras
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Interpolowanie | generowanie pojec

Arytmetyka w przestrzeni zmiennych utajonych

ifterence

\ /2

'\_ Face without glasses

" Qlassical music sample vector
Roéznica pomiedzy pojeciami
moze by¢ dodana do innego

Srodek miedzy wektorami pojecia
kodujacymi pojecia

Y [rhum Shafkat, Intuitively Understanding Variational Autoencoders
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https://towardsdatascience.com/intuitively-understanding-variational-autoencoders-1bfe67eb5daf

Ukryta reprezentacja pojec

e utworzona ukryta reprezentacja koduje pojecia

e arytmetyczne operacja na wektorach kodujacych
odpowiadaja relacjom semantycznym pomiedzy pojeciami

man man woman
with glasses without glasses without alasses

woman with glasses
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Przyktad: generowanie twarzy

Wejscie Rekonstrukcja Losowe

Y Variational auto-encoder trained on celebA
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https://houxianxu.github.io/assets/project/dfcvae
https://github.com/yzwxx/vae-celebA

Inne typy autoenkoderdéw

e Convolutional AE, dekoder jest symetryczng do enkodera
siecig dekonwolucyna

e sequence-to-sequence AU (z uzyciem np. LSTM)

e gtebokie autoenkodery - wiecej warstw sprzyja kompresji
danych o ztozonych rozktadach

e stacked autoenkoders - tworzenie gtebokich sieci z uczonych
sekwencyjnie autoenkoderéw (metoda inicjalizacji)
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Przyktad: Sketch-RNN
Sequence-to-Sequence Variational Autoencoder do trenowania

reprezentacji rysowania odrecznego

Output Sequence S' conditionally generated from z

N, 1)
sample
Backwars| h® |Backwara| D | Backwars Backwara| h7,, Backward| .
Encodsr > Encoder — > Encoder |—------»| Encoder — "> Encor
(i o "~ (o (v
o

o>
o>
o—>

S s
A e
Fowert ! Fowars| 7 | Fovars Fowerd | Dl | Fowers | h
Encoder > Encoder — > & 5! Encoder Encodor ———»,
it w A v
s, s s, S,

Latent Vector z encoded
from Input Sequence S

P—>
o—
»—>

2" Draw Together with a Neural Network
David Ha, Douglas Eck, A Neural Representation of Sketch Drawings
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https://magenta.tensorflow.org/sketch-rnn-demo<Paste>

Restricted Boltzman Machine

e Restricted Boltzman Machines (RBM) (Hinton 2000),
wczesniej Harmonium (P. Smolensky, 1986), to szczegdlny
przypadek Maszyny Boltzmana

e stochastyczna sie¢ neuronowa modelujaca rozktad
prawdopodobienstw wejs¢

e restrictive - brak potaczen wewnatrz warstwy

e algorytm uczenia: contrastive divergence (Hinton)

Hidden units

Visible units

7
=
N

Zrédto grafiki: Wikipedia
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Budowa RBM

e binarne jednostki umieszczone w dwéch warstwach:
widzialnej v i ukrytej h
e sygnat wejsciowy podawany do jednostki widzialnej v = x

e energia uktadu
— Z aiXj — Z b,‘h,‘ — Z ZX,‘W,'J'hj

gdzie wj; to wagi potaczen miedzy warstwami, a; i b; to
wyrazy wolne zwigzane z warstwa widzialng i ukryta
e prawdopodobienstwo rozktadu

1
p(x, h) = ? e~ Ebeh)

[@D\ /@ //.]he{m}3

/: W P‘xl

4
src: https://kwonkyo. wordpress. com/ W @/ \@ w vef{o,1}
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https://kwonkyo.wordpress.com/

RBM

e prawdopodobienstwo marginalne

1 —E(xh)
== e
72

e brak potgczen wewnatrz warstw, wiec stany w warstwach sg
niezalezne

P(h|x) = HP hilx), P(xlh) = [ P(viln)

i=1

P(hj = 1]x) = o(w,;x+ b), P(xx = 1/h) = o(h"wy +¢)
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Contrastive divergence CD

e maksymalizacja prawdopodobienstwa P(x)

L= %Zlog P(x)

e Contrastive divergence (Hinton) metoda przyblizona
korzystajaca z samplowania Gibbsa
— dla kazdego x wejsciowego wygeneruj x’ z k krotnego
samplowania Gibbsa
— aktualizacja
AW = ¢(xh” —x'W'T)
Aa=¢e(x—X), Ab = ¢(h — k')

e w praktyce k = 1 daje dobre cechy

positive statistics negative statistics

n[0O) wOOJ

/
@ee®e|~[CO0O0]

data
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Filtry RBM na MNIST

Erhan, Bengio, (2010) Why Does Unsupervised Pre-training Help Deep Learning?

Sieci Neronowe




Stacked autoencoders

—> P(y=0]x)
—> Ply=1]x)

—>Ply=21[x)

e Sygnat na wyjsciu warstwy ukrytej jest wejsciem kolejnego
autoenkodera

e Hierarchia reprezentacji: pierwsza warstwa koduje
najprostsze warstwy, kolejne bardziej ogdlne relacje, itd.

e Podobna architektura: wielowarstwowy RBM to Deep Belief
Networks
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Deep Belief Networks (DBN)

e DBN (Teh, Hinton 2006)

wielowarstwowy RBM, ©OOOOQQY) hs
e uczy sie gtebokiej, hierarchicznej RBM

reprezentacji danych, kazda kolejna
warstwa analizuje sygnat widoczny w
warstwie ukrytej poprzedniego RBM !

e uczenie zachtanne: kolejne warstwy 0000000 M
dodawane i uczone pojedynczo A

OO00000) M

e pierwszy efektywny model gteboki.

e to nie jest sie¢ jednokierunkowa

src: http: //deeplearning. net/tutorial/DBN. html
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http://deeplearning.net/tutorial/DBN.html

Inicjalizacja sieci DNN

—>Py=0x)
—>ply=1x

—> Ply=2|x)

OIOIO]O)

Softmax
(Features Il) ~ classifier

Xy }_)

X
®_)
(Goy—

Input Features!l  Output
(Features 1)

Input Features | Output

1. Greedy layer-wise pre-training:
— trening nienadzorowany autoenkodera wsteczna propagacja
— usuwamy warstwe wyjéciowa (dekoder) i uczymy kolejny AE,
ktérego wejsciem jest sygnat z warstwy ukrytej poprzedniego
AE przy niezmiennych warto$ciach wag w poprzednich
warstwach
— powtarzamy procedure dla kazdej kolejnej warstwy
2. fine tuning: dodajemy w petni potaczona warstwe wyjsciowa
(lub kilka warstw) i uczymy cata sie¢ w sposob nadzorowaQs\é
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Filtry DBN na MNIST

pre-training

N

T

3 K

MK

ok
(CHN R

\
B
B

S~

Erhan, Bengio, (2010) Why Does Unsupervised Pre-training Help Deep Learning?
fine tune
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Filtry DBN na MNIST

without pre-training

Erhan, Bengio, (2010) Why Does Unsupervised Pre-training Help Deep Learning?
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Wyniki MNIST, Bengio 2007

train.  valid.  test

DBN. unsupervised pre-training 0% 1.3%  1.4%
Deep net. anto-associator pre-training 0% 1.4% 1.4%
Deep net, supervised pre-training 0% 1.75%  2.0%
Deep net. no pre-training 004%  21%  2.4%
Shallow net, no pre-training 004%  1.8% 1.9%

Table 2: Classification error on MNIST training, validation, and test sets, with
the best hyper-parameters according to validation error, with and without pre-
training, using purely supervised or purely unsupervised pre-training.

e architektura: 784 wejs¢, 10 wyjs¢, 3 warstwy ukryte
e na MNIST 0.1% statystycznie istotna réznica

Bengio, et al., Greedy layer-wise training of deep networks, 2007.
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Pre-trening DNN

Pre-trening poprawia generalizacje, dziata jak regularyzacja

3, ' LY
‘ )
e : g
b — a
826 T =26
T | ]
O 24 | = 24
E : 5
o ‘ @
e 22 g c 22
] 4 ! o
B ool ! = 2
S | | 3
18 E ™ - =18
% - =
8, - ' | @
- '
58 - 4 st T - i |
D o I b bl
0 1,
g B E5 =3
Q — - T
12 - 12 i i
1

2 3 4
number of layers

Erhan, Bengio, (2010) Why Does Unsupervised Pre-training Help Deep Learning?
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Pre-trening DNN

Wartos¢ pre-treningu wzrasta z liczba warstw

== 1-layer RBM ==-2-layer DBN “3-layer DBN
7 | = Mayer denoising AE 7] ——#%layer SDAE 7 |——3-layer SDAE
—=—1layers wio pre-training —S—2layers wio pre-training —=—3 layers wio pre-training
6 6 I : 1 6
5 5 5
- - .
: : g
4 D 4| @ 4
g g g
= = =
3 3 3 1
2F 2 2
o 10 10 10 10 0 10° 1
Number of hidden units Number of hidden units Number of hidden units

Erhan, Bengio, (2010) Why Does Unsupervised Pre-training Help Deep Learning?
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Pre-training DNN

Pre-training ma wptyw na trajektorie uczenia

1 1 | !
vV¥vy With pretraining
e®¢ Without pretraining| |

—

o

(=

(=]
I

w |

—1000

—1500 | | | | | | 1

5
—4000 —3000 —2000 —1000 0 1000 2000 3000 4000

Goodfelow, 2016
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Gtebokie autoenkodery

e dodatkowa warstwa ukryta zwieksza mozliwosci enkodera w
odwzorowaniu kodu (uniwersalny aproksymator jest w stanie
nauczyc¢ sie dowolnego kodowania)

e dodanie warstw pozwala zmniejszy¢ ztozonos¢ reprezentacji
trudnych probleméw

e gtebokie AE pozwalaja uzyska¢ wieksza kompresje (Hinton
2006)

e niekompletne gtebokie AE - zadna warstwa ukryta nie
powinna by¢ mniejsza niz warstwa kodujaca
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Pretraining dla gtebokich AE

Decoder

S
3

3
3

Encoder
Pretraining Unrolling Fine-tuning

e RBM uzywany do inicjacji kodera i dekodera

G. Hinton, R. Salakhutdinov, Reducing the Dimensionality of Data with Neural Networks, Science 2006
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Kompresja obrazéw: Deep AE vs. PCA

Fig. 2. (A) Top to bottom: A B%
Random samples of curves from g
the test data set; reconstructions
produced by the six-dimensional
deep autoencoder; reconstruc-
tions by “logistic PCA” (8) using
six components; reconstructions
by logistic PCA and standard
PCA using 18 components. The
average squared error per im-
age for the last four rows is
1.44, 7.64, 2.45, 5.90. (B) Top
to bottom: A random test image
from each class; reconstructions
by the 30-dimensional autoen-
coder; reconstructions by 30-
dimensional logistic PCA and
standard PCA. The average
squared errors for the last three
rows are 3.00, 8.01, and 13.87.
(C) Top to bottom: Random
samples from the test data set;
reconstructions by the 30-
dimensional autoencoder; reconstructions by 30-dimensional PCA. The average squared errors are 126 and 135.

G. Hinton, R. Salakhutdinov, Reducing the Dimensionality of Data with Neural Networks, Science 2006
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Projekcja do 2D (dwa neurony kodujace)

MNIST: PCA vs. Deep AE (784-1000-500-250-2)

CONDNEWN = O

+00+

G. Hinton, R. Salakhutdinov, Reducing the Dimensionality of Data with Neural Networks, Science 2006
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Projekcja do 2D (dwa neurony kodujace)

Wizualizacja dokumentéw: architektura 2000-500-250-125-2

European Community

Interbank markets monetary/economic
. w? TP s
2 -

Disasters and
accidents

Leading economic*
indicators

Government
borrowings

; 5
Accounts/ }
eamings ‘f

G. Hinton, R. Salakhutdinov, Reducing the Dimensionality of Data with Neural Networks, Science 2006
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Generative Adversal Network (GAN)

e GAN (Goodfelow 2014) - dwie sieci (generujaca i
oceniajaca) rywalizujace ze soba w grze o sumie zerowe;

e model uczy sie generowac dane o wtasciwosciach zblizonych
do zbioru treningowego, np. generowanie zdje€ o
realistycznych cechach

e sie¢ oceniajaca (dyskryminujaca, np. CNN) stara sie odrézni¢
prawdziwy sygnat od wygenerowanego przez siec generujaca

e sie¢ generujaca (np. sie¢ dekonwolucyjna) tworzy sygnat z
pewnego rozktadu starajac sie ,oszukac” sie¢ oceniajaca,
dazy do maksymalizacji btedu dyskryminacji

e obie sieci uczone wsteczng propagacja, sie¢ generujaca twory
coraz bardziej realistyczne obrazy, sie¢ oceniajaca specjalizuje
sie w rozréznianiu coraz subtelniejszych réznic pomiedzy
obrazami prawdziwymi i wygenerowanymi
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GAN

Training set V Discriminator

_|4 -
I5(<:);1ir;celom //|_' .@E{Fake
(]

Generator - Fake image

src: https://deeplearning4j. org/generative-adversarial-network
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Trening GAN

Prosta funkcja kosztu GAN - Cross Entropy 2 klas dla
dyskryminatora

1 1
LO) = Eap s 108 D) = 5Eonz) og(1 — D(G(2)

gdzie pgara(x) rozktad danych prawdziwych, p,(z) rozktad danych
zaszumionych

Funkcja kosztu generatora
P
L") = _EEZ log D(G(z))

maksymalizuje prawdopodobienstwo popetnienia btedu przezez
dyskryminator
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Przyktady

DCGAN (Denton et al., 2015) generowanie obrazéw wysokiej
rozdzielczosci

Goodfwlow, Deep Learning =296

Sieci Neronowe
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Zwiekszanie rozdzielczosci obrazéw

Rys: ¥ Understanding and building Generative Adversarial Networks(GANs)

Sieci Neronowe
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https://becominghuman.ai/understanding-and-building-generative-adversarial-networks-gans-8de7c1dc0e25

StyleGAN

Generowanie twarzy

Rys: ¥ StyleGAN - Official TensorFlow Implementation

Sieci Neronowe
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https://github.com/NVlabs/stylegan

Inne zastosowania

rekonstrukcja obrazéw 3D ze zdje¢
generowanie tekstu, synteza mowy, ...

modyfikacje obrazéw: zmiana twarzy, mimiki, fryzury,
postarzanie oséb na zdjeciach

transfer stylu

generowanie scen w grach wideo, zwiekszanie rozdzielczosci
tekstur

bezpieczenstwo: podnoszenie skutecznosci algorytmoéw w
wykrywaniu atakow cybenetycznych, wykrywanie fatszerstw,
wykrywanie anomalii

generowanie dane na potrzeby uczenia maszynowego
generowanie obrazéw z tekstu, generowanie nagran wideo

IE” Curated list of awesome GAN applications and demo
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https://github.com/nashory/gans-awesome-applications

	Podstawowe pojęcia
	Perceptrony
	MLP
	Wybór funkcji kosztu
	Neurony wyjściowe
	Neurony ukryte

	Ulepszenia treningu MLP
	Dobór kroku uczenia
	Inicjalizacja
	Standaryzacja
	RPOP
	Metody gradientowe z pochodną 2 rzędu

	Regularyzacja treningu MLP
	Generalizacja
	Regularyzacja
	VCDim
	Sieci rozrastające się
	Ogólna sekwencyjne metoda konstruktywistyczna

	RBF i kernele
	Aproksymacja RBF
	Funkcje radialne
	Aproksymacja RBF
	Interpretacja geometryczna
	Regularyzacja
	Sieć RBF
	Inicjaliacja RBF: wybór centrów
	RBF vs. MLP

	Samoorganizacja
	Samoorganizujące się odwzorowanie topologiczne Kohonena
	Uczenie konkurencyjne
	Voronoi i Delaunay
	Kwantowanie wektorowe
	Samoorganizacja i mapy ekwiprobabilistyczne
	Gaz neuronowy
	Growing Cell Structures (Fritzke 1993)

	Samoorganizacja
	Sieci hebbowskie
	PCA

	Sieci dynamiczne
	Sieci dynamiczne
	Model Hopfielda
	Atraktory
	Zastosowanie
	Odległość Hamminga
	Trening
	Pojemność modelu
	Realiacja sprzętowa
	Problem komiwojażera

	Co to jet Deep Learning?
	Plan
	DL: definicja
	Po co nurkować w głąb?
	Zastosowania DL

	DNN
	Problemy uczenia DNN
	ReLU
	Maxout
	Optymalizacja spadkiem gradientu
	Adaptive learning rate methods

	CNN
	Splot
	Stride
	Padding
	Pooling
	LeNet-5
	AlexNet
	VGG
	GoogLeNet/Inception
	ResNet

	RNN
	RNN wstęp
	Modelowanie sekwencji
	MLP i sekwencje
	Prosta sieć rekurencyjna
	BPTT
	Deep RNN
	LSTM
	ASR

	Autoencodery
	Unsupervised trining

	Autoenkodery
	RBM
	Stacked AE and DBN
	Stacked autoencoders
	Deep autoencoders
	GAN


